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Área de concentração: Estat́ıstica

Aprovado em: 21/ 11/ 2024.

BANCA EXAMINADORA

Profa. Dra. Ana Patricia Bastos Peixoto de Oliveira (Orientador)

Universidade Estadual da Paráıba (UEPB)
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Prof. Dr. Oseas Machado Gomes (Examinador)

Universidade Estadual da Paráıba (UEPB)
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conversas, estudos em grupo e desabafos que juntos dividimos. A amizade e parceria de

vocês tornaram os desafios mais leves e os momentos de conquista ainda mais especiais.

Cada troca de ideia, cada conselho e cada gesto de apoio foram fundamentais para que

eu chegasse até aqui.
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RESUMO

Este trabalho tem como objetivo modelar o crescimento de frutos da goiabeira “Pedro

Sato” utilizando técnicas de Regressão não linear multiresposta e algoritmos de Apren-

dizado de Máquina. Foram analisadas o peso e o volume dos frutos em função do com-

primento longitudinal, aplicando modelos clássicos como Loǵıstico, Von Bertalanffy e

Richards, além dos algoritmos Árvore de Decisão, Random Forest e Máquina de Veto-

res de Suporte (SVM). A avaliação dos modelos foi realizada com base nos Critérios de

Informação de Akaike (AIC), o Bayesiano (BIC) e a Raiz do Erro Quadrático Médio

(RMSE), permitindo a identificação do modelo mais preciso para os dados experimentais.

Os resultados demonstraram que o Random Forest foi o modelo com melhor desempenho,

apresentando menor erro residual e maior capacidade de capturar interações complexas

nos dados, enquanto o modelo de Von Bertalanffy destacou-se na descrição do padrão

global de crescimento dos frutos. A aplicação dos modelos de Aprendizado de Máquina,

especialmente o Random Forest, mostrou-se eficaz para prever o desenvolvimento dos fru-

tos, sendo útil para o manejo agŕıcola e a otimização da colheita. Este estudo contribui

para o avanço da modelagem de dados biológicos, demonstrando o potencial dos modelos

de Aprendizado de Máquina em complementar as abordagens tradicionais em estudos de

crescimento vegetal.

Palavras-chave: modelos de crescimento; random forest ; agricultura de precisão; manejo

agŕıcola.



ABSTRACT

This study aims to model the growth of “Pedro Sato” guava fruits using nonlinear multi-

variate Regression techniques and Machine Learning algorithms. The weight and volume

of fruits were analyzed as a function of longitudinal length, applying classic models such as

Logistic, Von Bertalanffy and Richards, in addition to the Decision Tree, Random Forest

and Suport Vetor Machine (SVM) algorithms. Model evaluation was based on Akaike In-

formation Criterion (AIC), Bayesian Information Criterion (BIC), and Root Mean Square

Error (RMSE) criteria, allowing the identification of the most accurate model for the ex-

perimental data. Results showed that Random Forest achieved the best performance, with

the lowest residual error and the highest capability to capture complex data interactions,

while the Von Bertalanffy model excelled in describing the overall growth pattern of the

fruits. The application of Machine Learning models, especially Random Forest, proved

effective for predicting fruit development, making it useful for agricultural management

and harvest optimization. This study contributes to the advancement of biological data

modeling by demonstrating the potential of Machine Learning models to complement

traditional approaches in plant growth studies.

Keywords: growth models; random forest; precision agriculture; agricultural manage-

ment.
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1 INTRODUÇÃO

A goiabeira, pertencente à famı́lia Mirtaceae e ao gênero Psidium, é uma planta nativa

da América Tropical, reconhecida por sua capacidade de produzir frutos carnosos conheci-

dos como goiabas. O crescimento desses frutos é um processo complexo que envolve várias

fases, incluindo uma intensa divisão celular, seguida por um peŕıodo de expansão e, final-

mente, a maturação fisiológica, em que a goiaba atinge seu estádio ideal para consumo

(Zeviani; Ribeiro Júnior; Bonat, 2013). Esses processos são influenciados por diversos

fatores, como condições climáticas, práticas de manejo agŕıcola e variáveis genéticas, o

que torna fundamental a modelagem estat́ıstica para compreender as dinâmicas de cres-

cimento e produtividade.

A modelagem estat́ıstica, especialmente os modelos de Regressão não linear multi-

resposta, se apresentam como uma abordagem robusta para analisar simultaneamente

múltiplas variáveis dependentes. Essa técnica é particularmente útil na agricultura, no

qual diferentes caracteŕısticas dos frutos, como peso, diâmetro e volume, podem ser afeta-

das por um conjunto comum de variáveis independentes. O uso de modelos multiresposta

permite explorar as inter-relações entre essas variáveis e identificar padrões de crescimento

que não seriam evidentes por meio de análises univariadas (Bates; Watts, 1988).

Neste trabalho, busca-se aplicar a Regressão Não Linear Multiresposta para modelar

simultaneamente múltiplas variáveis associadas ao crescimento dos frutos da goiabeira

“Pedro Sato” (Psidium guajava L.), com foco no peso e no volume em função do com-

primento longitudinal. Para essa análise, serão avaliados modelos clássicos amplamente

utilizados na modelagem de crescimento biológico, como o Loǵıstico, o modelo de Von Ber-

talanffy, e o modelo de Richards explorando suas caracteŕısticas para descrever padrões

globais e espećıficos de crescimento. Paralelamente, a análise incluirá modelos de Apren-

dizado de Máquina, como Árvore de Decisão, Random Forest e Máquina de Vetores de

Suporte (SVM), visando capturar interações complexas e padrões não lineares que esca-

pam aos modelos clássicos.

A avaliação comparativa entre esses modelos será conduzida com base em critérios es-

tat́ısticos rigorosos, como o Critério de Informação de Akaike (AIC),o Bayesiano (BIC) e a

Raiz do Erro Quadrático Médio (RMSE), possibilitando identificar aqueles que melhor se

ajustam aos dados experimentais e oferecem previsões mais precisas. Essa análise permi-

tirá não apenas compreender as dinâmicas gerais do crescimento dos frutos, mas também

identificar variações locais significativas que podem impactar a qualidade e produtividade

agŕıcola. Adicionalmente, busca-se explorar as vantagens e limitações de cada abordagem,

avaliando, por exemplo, a capacidade do modelo de Von Bertalanffy em capturar padrões

globais de crescimento e o desempenho do Random Forest na previsão de variações locais.

Além disso, a utilização do software (Team, 2024) para as análises permitirá a aplicação
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de métodos robustos para ajuste de modelos não lineares. A análise dos reśıduos será

fundamental para garantir a adequação dos modelos e a validade das suposições feitas

durante o ajuste, incluindo diagnósticos estat́ısticos como verificação da normalidade e

análise da heterocedasticidade. Isso assegurará que tanto os modelos clássicos quanto os

modelos de Aprendizado de Máquina sejam interpretados corretamente, proporcionando

previsões confiáveis.

Assim, espera-se que este estudo contribua significativamente para a prática agŕıcola

ao identificar o modelo mais adequado para descrever o crescimento dos frutos de goia-

beira “Pedro Sato”. A análise comparativa permitirá determinar se os modelos clássicos

de regressão não linear, como o de Von Bertalanffy, ou os algoritmos de Aprendizado de

Máquina, como o Random Forest, oferecem melhores resultados em termos de ajuste, pre-

visão e interpretação. Além disso, recomenda-se considerar o uso de tecnologias não des-

trutivas, como sensoriamento remoto, e incluir variáveis ambientais, como temperatura,

umidade e condições do solo, para enriquecer a modelagem e aumentar sua aplicabilidade

prática. Esses avanços podem subsidiar decisões relacionadas ao ponto ideal de colheita e

à otimização de recursos, promovendo maior eficiência na produção de frutos e melhorias

na qualidade final.
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2 FUNDAMENTAÇÃO TEÓRICA

Esta seção tem como objetivo apresentar os aspectos históricos e conceituais relacio-

nados aos modelos de Regressão não linear, com destaque para os modelos de regressão

não linear multiresposta. A discussão é baseada em uma extensa revisão de literatura

cient́ıfica, incluindo livros clássicos, artigos acadêmicos e contribuições fundamentais de

pesquisadores da Estat́ıstica.

2.1 Marco Histórico

A história da Regressão linear desenvolveu-se no século XIX, quando o matemático

e astrônomo Carl Friedrich, como cita Gauss (1809), apresentou o método dos mı́nimos

quadrados. Essa técnica surgiu da necessidade de ajustar dados emṕıricos a uma reta,

permitindo a previsão de valores futuros com base em variáveis observadas. Gauss utilizou

o método inicialmente em contextos astronômicos, em que era preciso estimar as órbitas

de corpos celestes a partir de observações imprecisas (Stigler, 1986). Simultaneamente,

Adrien-Marie, conforme mostra Legendre (1805), também contribuiu para o desenvol-

vimento desse método, publicando-o de forma independente. O método dos mı́nimos

quadrados minimiza a soma dos quadrados das diferenças entre os valores observados e

os valores estimados pela reta de regressão, dada pela equação:

Y = β0 + β1X1 + β2X2 +⋯ + βkXk + ε, k = 1,2,⋯, k. (2.1)

No modelo de regressão linear múltipla, Y representa a variável dependente,X1,X2, . . . ,Xk

são as variáveis independentes, β0 é o intercepto (termo constante), β1, β2, . . . , βk são os

coeficientes que representam a contribuição de cada variável independente Xi, e ε é o

termo de erro aleatório associado ao modelo. O objetivo do método dos mı́nimos qua-

drados é determinar os valores de β0, β1, . . . , βk que minimizam a soma dos quadrados

dos reśıduos, ou seja, a soma das diferenças quadradas entre os valores observados y e os

valores ajustados ŷ:
n

∑
i=1

(yi − ŷi)2 . (2.2)

Esse método é amplamente utilizado na modelagem linear, pois permite ajustar mode-

los de forma eficiente, mesmo em casos com várias variáveis explicativas, proporcionando

uma aproximação simples e eficaz dos dados observados (Draper; Smith, 1998).

Com o avanço dos estudos estat́ısticos, ficou claro que a Regressão linear, embora

poderosa, possui limitações severas quando os dados não seguem uma relação linear sim-

ples. A partir do século XX, pesquisadores começaram a explorar modelos não lineares,

uma abordagem que permite modelar relacionamentos mais complexos entre variáveis. O

método de Regressão não linear foi formalizado por Ronald A. Fisher, um dos maiores
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estat́ısticos do século XX, que deu um passo além na modelagem estat́ıstica e desenvol-

veu as bases para a análise estat́ıstica moderna, inclusive aplicando a metodologia dos

mı́nimos quadrados em contextos não lineares (Fisher, 1925). Além disso, a abordagem

dos Mı́nimos Quadrados Generalizados ou Generalized Least Squares (GLS) que é uma

extensão do método de Mı́nimos Quadrados Ordinários ou Ordinary Least Squares(OLS),

utilizado quando os erros do modelo apresentam heterocedasticidade (variância não cons-

tante) ou autocorrelação. Diferente do OLS, que assume que os erros têm variância

constante e são independentes, o GLS ajusta as estimativas levando em conta a estrutura

de variância e covariância dos erros, proposta por Alexander, como mostra Aitken (1936),

surgiu como uma extensão da metodologia de Mı́nimos Quadrados, sendo utilizada em

situações em que as variâncias dos erros não são constantes ou quando há correlação entre

as observações. Esses métodos se tornaram ferramentas essenciais em cenários de variáveis

interdependentes, como ocorre nos modelos de Regressão não linear multiresposta.

Uma importante extensão dos modelos de Regressão não linear foi o desenvolvimento

do modelo de Regressão não linear multiresposta, uma técnica avançada aplicada quando

há mais de uma variável dependente (ou resposta) sendo modelada simultaneamente. Esse

modelo ganhou notoriedade a partir da segunda metade do século XX, à medida que cien-

tistas de diferentes áreas, como a biologia e a agronomia, começaram a enfrentar situações

em que múltiplas respostas interdependentes precisavam ser analisadas simultaneamente

(Bates; Watts, 1988).

Inicialmente, o modelo de Regressão não linear multiresposta foi utilizado no campo

da qúımica, para ajustar equações de reação complexas com múltiplos produtos (Seber;

Wild, 1989). Para lidar com a complexidade desses modelos, várias técnicas de otimização,

como o algoritmo de Gauss-Newton e o método de Newton-Raphson, foram adaptadas.

Essas técnicas são iterativas e têm o objetivo de encontrar estimativas para os parâmetros

não lineares que melhor se ajustam aos dados (Nocedal; Wright, 2006).

O uso do modelo de Regressão não linear multiresposta expandiu-se para áreas como

a engenharia, a ecologia e a biomedicina, no qual a modelagem de múltiplos desfechos é

cŕıtica. Por exemplo, no contexto do crescimento de culturas agŕıcolas, como a mamona,

ou na análise de dados econômicos, o modelo pode ser utilizado para prever simultane-

amente variáveis como altura, peso, e rendimento, com base em fatores ambientais e de

manejo (Ratkowsky, 1990). Além disso, o desenvolvimento de abordagens mais sofistica-

das, como o Método dos Momentos Generalizados (GMM, do inglês Generalized Method

of Moments) é uma técnica econométrica avançada usada para estimar parâmetros de

modelos de regressão. Ele foi desenvolvido como uma extensão do método dos momen-

tos e é especialmente útil quando há suspeita de problemas de endogeneidade entre as

variáveis explicativas do modelo, proposto por Lars Peter, de acordo com Hansen (1982),

permitiu estimativas consistentes em situações em que as suposições tradicionais da re-

gressão, como independência e homoscedasticidade dos erros, são violadas. O (GMM) é
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amplamente aplicado em econometria e outros campos que envolvem múltiplas equações

simultâneas e respostas correlacionadas, como ocorre frequentemente em modelos multi-

resposta.

2.2 Modelo de Regressão não linear

A Regressão não linear é uma classe de modelos em que a relação entre a variável

resposta y e as variáveis explicativas x é descrita por uma função linear para não linear

nos parâmetros a serem estimados. Este tipo de modelo é essencial quando os dados apre-

sentam comportamentos que não podem ser capturados por uma função linear simples.

De acordo com Draper e Smith (1998), a Regressão não linear é amplamente utilizada

em áreas como f́ısica, biologia, qúımica e economia, sendo uma ferramenta valiosa para

a modelagem de processos complexos e dinâmicos que apresentam comportamentos não

triviais. A forma geral de um modelo de Regressão não linear pode ser expressa da se-

guinte maneira:

y = f (x,θ) + ε, i = 1, . . . , n. (2.3)

em que, y é a variável dependente, x é o vetor das variáveis independentes, θ é o vetor

dos parâmetros a serem estimados, f (x,θ) é a função não linear nos parâmetros θ, e ε é

o erro aleatório, assumido normalmente distribúıdo com ε ∼ N (0, σ2).
A natureza não linear da função f (x,θ) pode variar de acordo com o fenômeno em

estudo, e a escolha dessa função é crucial para garantir a adequação do modelo aos da-

dos. A não linearidade pode estar presente tanto nas variáveis independentes quanto nos

parâmetros a serem ajustados.

2.2.1 Modelos de Crescimento

Vários modelos de Regressão não linear (Hastie; Robert; Jerome, 2009) são ampla-

mente utilizados para descrever diferentes tipos de comportamentos em fenômenos reais,

como o modelo Loǵıstico, o modelo de Von Bertalanffy e o modelo de Richards, sendo o

modelo Loǵıstico frequentemente utilizado para descrever processos de crescimento limi-

tado, como o crescimento populacional em ecologia que existe uma capacidade de suporte

que limita o crescimento de uma população.

Nesse sentido, os modelos de crescimento são ferramentas anaĺıticas fundamentais para

descrever e prever como organismos e populações se desenvolvem ao longo do tempo, cap-

turando o comportamento dinâmico e as fases distintas de crescimento. Como observado

por Ratkowsky (1990), esses modelos são especialmente úteis para representar proces-

sos biológicos e agŕıcolas, incluindo o desenvolvimento e amadurecimento de frutos, o

crescimento de plantas e a expansão de populações animais. De acordo com Von Berta-

lanffy (1957), o uso de tais modelos permite entender os padrões de crescimento cont́ınuo,

adaptando-se bem a organismos cuja taxa de crescimento diminui com o aumento do
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tamanho. Além disso, modelos mais flex́ıveis, como o modelo de Richards, introduzem

parâmetros adicionais que permitem ajustar a curva de crescimento às particularidades

biológicas de cada espécie (Richards, 1959).

Esses modelos não apenas oferecem uma base sólida para quantificar processos de

desenvolvimento, mas também possibilitam uma análise detalhada das interações entre

ambiente, recursos e caracteŕısticas intŕınsecas de cada organismo. Como tal, eles têm um

valor inestimável tanto para a pesquisa cient́ıfica quanto para a otimização de práticas

agŕıcolas, ao permitir que se compreenda o impacto de fatores limitantes, como a dispo-

nibilidade de nutrientes e espaço, sobre o crescimento (Santos; Silva, 2013).

Modelo Loǵıstico

O modelo Loǵıstico, segundo (Richards, 1959), é um modelo sigmoidal clássico, am-

plamente utilizado para descrever o crescimento de populações e o desenvolvimento de

organismos. Ele captura três fases: uma fase inicial de crescimento lento, uma fase de

crescimento acelerado e, por fim, uma fase de estabilização à medida que se aproxima de

um valor assintótico máximo. Assim, o modelo pode ser expresso pela fórmula:

f(x) = α

1 + e(β−γx) para x ∈ (−∞,∞), (2.4)

em que:

• f(x): valor previsto pelo modelo para a variável dependente em função de x;

• α: valor assintótico máximo (capacidade de suporte);

• β: parâmetro relacionado ao ponto de inflexão;

• γ: taxa de crescimento;

• x: variável independente, podendo assumir valores no intervalo real (−∞,∞).
O modelo Loǵıstico é especialmente útil para descrever organismos cujo crescimento

desacelera com o tempo devido a limitações ambientais, como recursos e espaço.

Modelo de Von Bertalanffy

Proposto por Ludwig von Bertalanffy (Von Bertalanffy, 1957), esse modelo é adequado

para organismos que continuam a crescer indefinidamente, mas a uma taxa decrescente ao

longo do tempo. Frequentemente aplicado a organismos animais e vegetais, ele descreve

o crescimento como um processo em que a taxa diminui com o aumento do tamanho do

organismo. O modelo é dado pela seguinte fórmula:

f(x) = α ⋅ (1 − e−γ(x−δ)) para x ∈ (δ,∞), (2.5)
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em que:

• f(x): valor previsto pelo modelo para a variável dependente em função de x;

• α: valor assintótico máximo (tamanho teórico que o organismo pode atingir);

• γ: taxa de crescimento;

• δ: parâmetro relacionado ao tempo inicial (valor mı́nimo de x para o qual o modelo

é válido);

• x: variável independente, válida no intervalo (δ,∞).

O modelo de Von Bertalanffy é especialmente útil para espécies vegetais e animais

que exibem crescimento cont́ınuo, ajustando-se bem a curvas de crescimento assimétricas

e mais longas.

Modelo de Richards

O modelo de Richards (Richards, 1959) é uma extensão do modelo Loǵıstico, per-

mitindo maior flexibilidade através de um parâmetro adicional que controla a forma da

curva. Essa flexibilidade o torna aplicável a diversas espécies e contextos biológicos, ajus-

tando tanto crescimentos simétricos quanto assimétricos. O modelo é dado pela seguinte

fórmula:

f(x) = α

1 + e(β−γx)1/δ para x ∈ (δ,∞), (2.6)

em que:

• f(x): valor previsto pelo modelo para a variável dependente em função de x;

• α: valor assintótico máximo;

• β: parâmetro relacionado ao ponto de inflexão;

• γ: taxa de crescimento;

• δ: parâmetro de forma, que ajusta a simetria da curva (quando δ = 1, o modelo de

Richards se reduz ao modelo Loǵıstico);

• x: variável independente, válida no intervalo (δ,∞).

O modelo de Richards é especialmente útil para descrever organismos com variações

no padrão de crescimento que não são capturadas por um modelo Loǵıstico simples.
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Modelo de Gompertz

O modelo de Gompertz (Gompertz, 1825) é um modelo sigmoidal, semelhante ao

modelo Loǵıstico, mas com uma forma assimétrica. Ele é frequentemente utilizado para

descrever o crescimento de tumores, organismos e populações em que o crescimento inicial

é rápido, mas a taxa de crescimento diminui de forma exponencial. O modelo é dado pela

seguinte fórmula:

f(x) = αe−e(β−γx) para x ∈ (−∞,∞), (2.7)

em que:

• f(x): valor previsto pelo modelo para a variável dependente em função de x;

• α: valor assintótico máximo (limite superior do crescimento);

• β: parâmetro relacionado ao ponto de inflexão;

• γ: taxa de crescimento;

• x: variável independente, válida no intervalo (−∞,∞).

Esse modelo descreve bem processos em que o crescimento se torna muito lento ao se

aproximar do valor máximo, como o crescimento de certas frutas e organismos.

Modelo Weibull

O modelo Weibull (Weibull, 1951) é amplamente utilizado para representar processos

de crescimento e também Análises de Sobrevivência. Ele é flex́ıvel e pode ser ajustado

para curvas simétricas ou assimétricas, sendo uma alternativa ao modelo de Richards

quando se precisa de um controle adicional sobre o formato da curva. O modelo é dado

pela seguinte fórmula:

f(x) = α − βe−γxδ

para x ∈ (0,∞), (2.8)

em que:

• f(x): valor previsto pelo modelo para a variável dependente em função de x;

• α: valor assintótico máximo (limite superior do crescimento);

• β: parâmetro de escala, que controla o deslocamento da curva;

• γ: taxa de crescimento;

• δ: parâmetro de forma, que ajusta a curvatura da curva (quando δ = 1, o modelo de

Weibull se reduz ao modelo Exponencial);

• x: variável independente, válida no intervalo (0,∞).
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Esse modelo é útil para descrever o crescimento de organismos e processos em que o

aumento é inicialmente lento, acelera e, finalmente, desacelera à medida que se aproxima

de um limite assintótico.

Modelo de Morgan-Mercer-Flodin (MMF)

O modelo MMF (Morgan; Mercer; Flodin, 1975) é uma função de crescimento não

linear que oferece uma forma flex́ıvel para descrever fenômenos de crescimento. Ele é

particularmente útil em estudos biológicos e agŕıcolas devido à sua capacidade de capturar

uma variedade de curvas de crescimento, desde simétricas até assimétricas. O modelo é

dado pela seguinte fórmula:

f(x) = βγ + αxδ

γ + xδ
para x ∈ (0,∞), (2.9)

em que:

• f(x): valor previsto pelo modelo para a variável dependente em função de x;

• α: parâmetro que representa o valor máximo assintótico (limite superior do cresci-

mento);

• β: parâmetro relacionado ao ponto de inflexão da curva;

• γ: taxa de crescimento, controlando o ajuste da curva;

• δ: parâmetro de forma que controla a curvatura da curva;

• x: variável independente, válida no intervalo (0,∞).

O modelo MMF é vantajoso em estudos de crescimento onde é importante capturar

tanto a fase de crescimento inicial quanto a estabilização de forma precisa, oferecendo

um ajuste para situações em que a curva apresenta uma inflexão mais controlada em

comparação ao modelo Loǵıstico.

Os modelos de crescimento não linear, como o Loǵıstico, Von Bertalanffy, Richards,

Gompertz, Weibull e Morgan, Mercer e Flodin (MMF), têm sido amplamente utilizados

em diversas áreas da biologia, agronomia e ecologia, como demonstrado por estudos como

o de Zeviani, Ribeiro Júnior e Bonat (2013), que aplicaram o modelo de Von Bertalanffy

no estudo de crescimento de frutas, e o trabalho de Hastie, Robert e Jerome (2009), que

abordou os diferentes padrões de crescimento utilizando modelos loǵısticos.

Contudo, a linearização desses modelos é frequentemente necessária para a estimação

de parâmetros, como observam Draper e Smith (1998) em sua análise sobre regressão não

linear. Embora a linearização, por meio de transformações logaŕıtmicas ou rećıprocas,

permita o uso de métodos de Mı́nimos Quadrados, ela pode distorcer as dinâmicas não
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lineares reais dos dados, resultando em ajustes menos precisos (Seber; Lee, 2003). Isso se

aplica especialmente quando as caracteŕısticas do crescimento são complexas e envolvem

interações não capturadas pelas transformações.

Em alguns casos, a linearização pode não ser adequada para lidar com a variabilidade

dos dados ou com violações dos pressupostos, como a homocedasticidade, o que justifica

a necessidade de métodos mais avançados, como os de Mı́nimos Quadrados Generalizados

(GLS) ou técnicas de aprendizado de máquina, como discutido por Hastie, Robert e

Jerome (2009). Esses métodos podem proporcionar melhores ajustes em situações onde

os modelos lineares não são capazes de capturar toda a complexidade do crescimento

biológico.

2.3 Modelos de Regressão Multiresposta

Os modelos de Regressão multiresposta (Fogliatto, 2008) ampliam o conceito de re-

gressão para situações em que há múltiplas variáveis dependentes que precisam ser ajus-

tadas simultaneamente em relação a um conjunto comum de preditores. Esses modelos

são amplamente utilizados em áreas como biologia, qúımica e economia, em que diferen-

tes variáveis de resposta estão correlacionadas entre si e dependem das mesmas variáveis

explicativas.

Seja Y um vetor de m variáveis dependentes (respostas) e X uma matriz de p variáveis

independentes (preditores). O modelo de regressão multiresposta é dado por:

Y = f (X, Θ) + ε, (2.10)

em que, Y é o vetor de respostas Y = (y1, y2, . . . , ym), X é a matriz dos preditores

X = (x1, x2, . . . , xp), Θ é a matriz de parâmetros Θ = (θ1, θ2, . . . , θm), ε é o vetor de erros,

assumido normalmente distribúıdo com ε ∼ N(0,Σ), no qual Σ é a matriz de covariância

entre os reśıduos.

A estimação dos parâmetros em modelos multiresposta pode ser realizada utilizando

métodos iterativos, como o método de Gauss-Newton multivariado, que generaliza o

método deGauss-Newton para múltiplas respostas. A equação de atualização dos parâmetros

é dada por:

Θk+1 = Θk − (JTJ)−1 JT r, (2.11)

em que, J é a matriz Jacobiana, que contém as derivadas parciais das funções de resposta

com relação aos parâmetros, e r é o vetor de reśıduos multivariados. Como afirmado

por Bates e Watts (1988), esse método é eficiente quando as funções de resposta são

suavemente não lineares e os parâmetros podem ser aproximados de maneira iterativa.

A utilização de modelos multiresposta permite capturar a interdependência entre as

diferentes variáveis de resposta, proporcionando ajustes mais precisos e interpretativos.

No entanto, a complexidade do ajuste aumenta significativamente, especialmente devido
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à necessidade de estimar a matriz de covariância S, que representa a correlação entre os

reśıduos das diferentes respostas.

A avaliação da qualidade do ajuste nesses modelos deve ser realizada de forma abran-

gente, utilizando tanto métricas numéricas quanto análise gráfica dos reśıduos. Medidas

como o Coeficiente de Determinação (R2) (Hastings, 2000), o Erro Quadrático Médio da

Raiz (RMSE) (Willmott; Matsuura, 2005) e o Critério de Informação de Akaike (AIC)

(Akaike, 1974) são úteis para quantificar o ajuste e comparar diferentes modelos, en-

quanto a análise de reśıduos fornece informações importantes sobre posśıveis violações de

suposições.

Para situações envolvendo múltiplas variáveis dependentes, os modelos de Regressão

multiresposta oferecem uma solução robusta, mas que exige cuidados na estimação dos

parâmetros e na interpretação dos resultados. O sucesso desses modelos depende da

escolha adequada das variáveis, do método de estimação e da correta modelagem das

correlações entre os reśıduos.

2.4 Métodos de Estimação

A estimação dos parâmetros θ em modelos de regressão não linear é geralmente feita

através de métodos iterativos, uma vez que não é posśıvel obter soluções anaĺıticas exatas

como na regressão linear. Entre os métodos mais comuns para esse ajuste, destacam-se o

Método dos Mı́nimos Quadrados não Lineares e o Método da Máxima Verossimilhança.

2.4.1 Mı́nimos Quadrados Não Lineares

O método de estimação por Mı́nimos Quadrados não Lineares (Gauss, 1809) é uma

técnica amplamente empregada para ajustar modelos não lineares, estimando os parâmetros

θ que minimizam a Soma dos Quadrados dos Reśıduos. Esse método é fundamental

quando a relação entre as variáveis explicativas e a variável resposta não pode ser descrita

de maneira linear, tornando-se necessário recorrer a funções não lineares para capturar a

complexidade dos dados.

O reśıduo ri é a diferença entre o valor observado da variável resposta yi e o valor

predito pelo modelo f (xi, θ). Matematicamente, pode-se expressar o reśıduo como:

ri = yi − f (xi, θ) , (2.12)

em que, yi é o valor observado da variável resposta; f (xi, θ) é o valor ajustado pelo modelo

para o conjunto de parâmetros θ e variáveis explicativas xi.

O objetivo do método é encontrar o vetor de parâmetros θ que minimize a Soma dos

Quadrados dos Reśıduos, conforme descrito a seguir. A função objetivo dos Mı́nimos

Quadrados não Lineares é a minimização da Soma dos Quadrados dos Reśıduos S (θ),
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dada por:

S (θ) =
n

∑
i=1

r2i =
n

∑
i=1

[yi − f (xi, θ)]2. (2.13)

Neste caso, n é o número total de observações; ri representa o reśıduo associado à

i-ésima observação; A função f (xi, θ) descreve a forma funcional que representa a relação

entre as variáveis independentes x e a variável dependente y, parametrizada por θ.

Esse processo de minimização busca ajustar o modelo de forma a reduzir a discrepância

entre os valores observados yi e os valores ajustados pelo modelo f (xi, θ), resultando no

melhor ajuste posśıvel aos dados. Assim, o vetor de reśıduos r pode ser expresso de

maneira compacta como:

r = y − f (x, θ) , (2.14)

em que, y é o vetor de todos os valores observados; f (x, θ) é o vetor correspondente

aos valores ajustados pelo modelo. Esse vetor é central no processo de otimização, pois

captura a diferença entre o modelo e os dados reais. O objetivo do método de Mı́nimos

Quadrados é ajustar θ de forma que os elementos desse vetor sejam minimizados.

Para minimizar a Soma dos Quadrados dos Reśıduos S (θ), a função é derivada em

relação aos parâmetros θ. O sistema de equações resultante pode ser expresso como:

∂S(θ)
∂θ

= −2
n

∑
i=1

[yi − f (xi, θ)]∂f(xi, θ)
∂θ

= 0. (2.15)

Esse sistema representa um conjunto de equações não lineares em θ, as quais precisam

ser resolvidas iterativamente, uma vez que soluções anaĺıticas não estão dispońıveis para

a maioria dos modelos não lineares. O método baseia-se em encontrar um conjunto de

parâmetros θ que satisfaça essas equações, resultando no melhor ajuste posśıvel.

A resolução desse sistema de equações não lineares geralmente requer o uso de métodos

numéricos iterativos. Dois dos métodos mais comuns são o Método de Gauss-Newton

e o Método de Newton-Raphson (Nocedal; Wright, 2006). Ambos os métodos iteram

sucessivamente sobre os valores de θ até que a função objetivo S (θ) atinja um mı́nimo,

dentro de uma tolerância aceitável.

A convergência desses métodos depende de várias condições, incluindo a escolha de

um bom ponto inicial para θ e a suavidade da função f (x, θ). Em muitos casos, escolhas

inadequadas podem levar a uma convergência lenta ou até à divergência do algoritmo.

Por isso, é comum utilizar técnicas como regularização ou damping para garantir que o

processo de otimização seja estável.

2.4.2 Método da Máxima Verossimilhança

O método de estimação por Máxima Verossimilhança (EMV), introduzido por Ronald,

como aponta Fisher (1922), tornou-se uma das abordagens mais fundamentais e ampla-
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mente utilizadas para a estimativa de parâmetros em modelos estat́ısticos. O objetivo

central desse método é encontrar o conjunto de parâmetros θ que maximize a função de

verossimilhança, a qual representa a probabilidade de observar um determinado conjunto

de dados, dado um modelo espećıfico. De acordo com Casella e Berger (2002), o método

de Máxima Verossimilhança é particularmente atraente devido à sua assintótica eficiência,

o que implica que, com um número suficientemente grande de observações, as estimativas

de máxima verossimilhança são as mais precisas e consistentes posśıveis.

A função de verossimilhança para um conjunto de dados y1, y2, . . . , yn, dado um modelo

parametrizado por θ, é definida como o produto das funções de densidade de probabili-

dade (ou funções de massa de probabilidade, no caso de variáveis discretas) dos dados

observados.

L (θ) =
n

∏
i=1

f(yi; θ), (2.16)

em que, f (yi; θ) é a função de densidade de probabilidade do i-ésimo dado observado

yi, condicionada aos parâmetros θ; L (θ) é a verossimilhança conjunta dos dados, dada a

suposição de que as observações são independentes.

A função de verossimilhança expressa a probabilidade de observar o conjunto de dados

y1, y2, . . . , yn, assumindo que o modelo com parâmetros θ seja o correto. O objetivo do

Método de Máxima Verossimilhança é encontrar o valor de θ que maximiza essa função.

Na prática, para simplificar o processo de maximização, é comum utilizar a função

log-verossimilhança. Isso se deve ao fato de que o logaritmo transforma o produto das

densidades de probabilidade em uma soma, facilitando tanto a interpretação quanto os

cálculos. A função log-verossimilhança é dada por:

l (θ) =
n

∑
i=1

log f (yi; θ). (2.17)

Maximizar a log-verossimilhança é equivalente a maximizar a função de verossimi-

lhança, já que o logaritmo natural é uma função monotonicamente crescente. Portanto,

o valor de θ que maximiza l (θ) também maximiza L (θ).
O valor de θ que maximiza a função log-verossimilhança l (θ) é chamado de estimativa

de Máxima Verossimilhança (EMV). Matematicamente, isso é expresso como a solução

para o sistema de equações dado pela derivada da função log-verossimilhança em relação

aos parâmetros θ, que deve ser igual a zero:

∂l (θ)
∂θ

= 0. (2.18)

Esse sistema de equações é geralmente não linear e, portanto, exige o uso de métodos

numéricos iterativos para encontrar a solução. Entre os métodos mais comuns estão

o método de Newton-Raphson e o método de Gradiente ascendente. Ambos utilizam
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aproximações sucessivas dos parâmetros θ até que se atinja a convergência, ou seja, até

que a função log-verossimilhança seja maximizada de forma satisfatória.

Uma das propriedades mais importantes das estimativas de máxima verossimilhança

é sua eficiência assintótica, conforme destacado por (Casella; Berger, 2002). Isso significa

que, à medida que o número de observações n aumenta, as estimativas de θ obtidas pelo

método de Máxima Verossimilhança tornam-se consistentes e atingem a menor variância

posśıvel entre todas as estimativas não tendenciosas. Em outras palavras, com um grande

número de dados, o método de Máxima Verossimilhança oferece estimativas que são, em

média, as melhores posśıveis.

Para obter as estimativas de Máxima Verossimilhança de θ1, θ2 e σ2, é necessário

maximizar a função de verossimilhança em relação a esses parâmetros. No entanto, maxi-

mizar diretamente a função de verossimilhança pode ser complexo devido à sua forma não

linear. Por isso, é comum utilizar a função log-verossimilhança, que neste caso se torna:

l (θ1, θ2, σ2) = −n
2
log (2πσ2) − 1

2σ2

n

∑
i=1

(yi − θ1e−θ2xi)2 . (2.19)

Maximizar essa função envolve a resolução numérica de um sistema de equações não

lineares. Ferramentas computacionais, como o algoritmo de Newton-Raphson ou métodos

baseados em gradiente, são frequentemente utilizadas para encontrar as soluções ótimas

para θ1, θ2 e σ2.

2.5 Métodos de Otimização

Os métodos de otimização são cruciais no ajuste de modelos de Regressão não linea-

res, visto que a estimativa dos parâmetros requer a minimização de uma função objetivo,

como a Soma dos Quadrados dos Reśıduos ou a função de verossimilhança (Draper; Smith,

1998). A natureza não linear de muitos problemas de regressão exige técnicas iterativas

para encontrar soluções que melhor se ajustem aos dados observados. A seguir, serão

discutidos alguns dos métodos de otimização mais utilizados em tais contextos, com des-

taque para os métodos de Gauss-Newton, Quase-Newton e Newton-Raphson.

2.5.1 Método de Gauss-Newton

O método de Gauss-Newton (Gauss, 1809) é um dos algoritmos mais comuns para

resolver problemas de mı́nimos quadrados não lineares. Ele parte da premissa de que a

função f (x, θ) pode ser linearizada em torno de uma aproximação inicial θ0, utilizando

uma expansão de primeira ordem da série de Taylor. Isso leva a um problema de Mı́nimos

Quadrados Linearizado, cuja solução é obtida de forma iterativa. A atualização dos

parâmetros no método de Gauss-Newton é dada por:

θk+1 = θk − (JTJ)−1 JT r, (2.20)
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em que ,ft(x, θ) com respeito aos parâmetros θ; r é o vetor de reśıduos r = y − f(x, θ), em
que y são os valores observados e f (x, θ) são os valores ajustados pelo modelo.

Este método, conforme discutido por Bates e Watts (1988), é bastante eficiente quando

a função f (x, θ) é aproximadamente linear nos parâmetros. Em tais casos, o método con-

verge rapidamente. No entanto, quando a função é fortemente não linear, o método pode

falhar ou apresentar convergência lenta, exigindo uma boa escolha inicial dos parâmetros

para funcionar adequadamente.

2.5.2 Método Quase-Newton

Os métodos Quase-Newton (Davidon, 1959) formam uma classe de algoritmos de oti-

mização que utilizam aproximações da matriz Hessiana (a matriz de segundas derivadas)

em vez de calcular a Hessiana exata. O algoritmo BFGS (Broyden-Fletcher-Goldfarb-

Shanno) (Broyden et al., 1970) é o mais popular desta classe e atualiza iterativamente a

aproximação da Hessiana utilizando informações das derivadas de primeira ordem.

A atualização da matriz Hessiana no método BFGS é dada por:

Hk+1 =Hk + ykyTk
yTk sk

− HksksTkH
T
k

sTkHksk
, (2.21)

em que, sk = θk+1 − θk é a diferença entre as estimativas dos parâmetros em duas iterações

sucessivas; yk = ∇f (θk+1) − ∇f(θk) é a diferença entre os gradientes da função objetivo

em duas iterações consecutivas.

Conforme apontado por Nocedal e Wright (2006), o método BFGS é mais robusto que

o método de Gauss-Newton, pois não depende da linearização da função objetivo. Além

disso, ele pode ser aplicado com sucesso em uma ampla gama de problemas, incluindo

aqueles em que a função objetivo é fortemente não linear ou mal condicionada. A van-

tagem principal desse método é que ele combina a precisão dos métodos baseados em

segundas derivadas com a eficiência computacional dos métodos baseados em gradiente.

2.5.3 Método de Newton-Raphson

O método deNewton-Raphson (Burden; Faires, 2016) é um método iterativo de oti-

mização que utiliza a matriz Hessiana para encontrar o ponto de mı́nimo ou máximo de

uma função objetivo. O prinćıpio básico do método é que, ao utilizar uma aproximação

de segunda ordem da função objetivo, pode-se melhorar significativamente a taxa de con-

vergência. A atualização dos parâmetros é dada pela equação:

θk+1 = θk −H−1∇S (θk) , (2.22)
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em que, H é a matriz Hessiana, ou matriz de segundas derivadas, da função objetivo S (θ);
∇S (θk) é o gradiente da função objetivo no ponto θk.

De acordo com Seber e Wild (1989), o método de Newton-Raphson é extremamente

eficiente, desde que a função objetivo seja suave e a aproximação inicial dos parâmetros

esteja relativamente próxima do ponto ótimo. Em tais situações, o método pode convergir

muito rapidamente para a solução ideal. No entanto, quando a aproximação inicial está

longe da solução, ou se a função não é suficientemente suave, o método pode divergir,

levando a soluções errôneas ou exigindo a introdução de técnicas de regularização.

Cada um desses métodos de otimização tem suas próprias vantagens e desvantagens.

O método de Gauss-Newton é ideal para funções quase lineares, mas sua aplicação é

limitada quando a função é fortemente não linear. O método Quase-Newton, por outro

lado, é mais robusto, pois utiliza aproximações da matriz Hessiana sem a necessidade de

calculá-la explicitamente, o que o torna eficiente em uma ampla gama de problemas. Já o

método de Newton-Raphson oferece convergência rápida em problemas bem comportados,

mas é senśıvel a aproximações iniciais e à suavidade da função objetivo.

2.6 Qualidade do Ajuste

Avaliar a qualidade do ajuste em modelos de Regressão não linear é um passo essencial

para garantir que o modelo escolhido captura corretamente as relações entre as variáveis.

De forma geral, essa avaliação envolve uma análise cuidadosa dos parâmetros estimados,

bem como da capacidade do modelo em explicar a variabilidade observada nos dados. É

fundamental utilizar uma combinação de critérios quantitativos e métodos gráficos para

verificar a adequação do modelo. Alguns dos principais métodos incluem o Coeficiente de

Determinação (R2) (Hastings, 2000), a Análise de Reśıduos, e Testes de Hipóteses para

os parâmetros do modelo. Além disso, medidas de ajuste como o Erro Quadrático Médio

da Ráız(RMSE) (Willmott; Matsuura, 2005) e o Critério de Informação de Akaike (AIC)

(Akaike, 1974) podem ser úteis para comparar diferentes modelos.

2.6.1 Coeficiente de Determinação

O Coeficiente de Determinação R2 é um dos indicadores mais utilizados para medir

a qualidade do ajuste de modelos de regressão (Hastings, 2000). Ele indica a proporção

da variabilidade total na variável dependente Y que é explicada pelo modelo ajustado. A

fórmula do R2 é dada por:

R2 = 1 − ∑
n
i=1 (yi − ŷi)2
∑n

i=1 (yi − ȳ)2
, (2.23)

em que yi são os valores observados, ŷi são os valores ajustados pelo modelo, e ȳ é a média

dos valores observados.

De acordo com Draper e Smith (1998), um valor de R2 próximo de 1 indica que

o modelo explica a maior parte da variabilidade dos dados, sugerindo um bom ajuste.
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No entanto, é importante salientar que, em modelos não lineares, o R2 pode não ser

tão interpretável quanto nos modelos lineares, especialmente quando a relação entre as

variáveis não segue um comportamento simples. Além disso, o R2 pode ser inflacionado

quando se adicionam mais preditores ao modelo, mesmo que eles não sejam relevantes.

Por isso, medidas ajustadas, como o R2 ajustado, podem ser mais apropriadas para evitar

essa distorção. Assim,

R2
ajustado = 1 − (

n − 1
n − p − 1)

∑n
i=1 (yi − ŷi)2
∑n

i=1 (yi − ȳ)2
. (2.24)

Aqui, n é o número de observações e p é o número de parâmetros estimados no modelo.

O R2 ajustado penaliza o uso de variáveis irrelevantes, sendo uma métrica mais confiável

para comparar modelos de diferentes complexidades (Seber; Lee, 2003).

No entanto, para modelos não lineares, como os modelos de regressão loǵıstica ou

outros modelos de aprendizado de máquina, o R2 tradicional pode não ser adequado.

Nesses casos, o pseudo-R2 é uma alternativa. Existem diferentes versões de pseudo-R2,

uma das mais conhecidas é a de McFadden, que é dada por:

R2
McFadden = 1 −

ln(Lmodelo)
ln(Lnulo) , (2.25)

em que Lmodelo é a verossimilhança do modelo ajustado e Lnulo é a verossimilhança do

modelo nulo, ou seja, o modelo sem variáveis independentes. O pseudo-R2 de McFadden

é uma medida popular para modelos loǵısticos e indica a melhoria da verossimilhança em

relação ao modelo nulo. Quanto mais próximo de 1 for o valor de R2
McFadden, melhor será

o ajuste do modelo aos dados. É uma alternativa útil quando a relação entre as variáveis

não é linear.

Esses diferentes coeficientes de determinação permitem avaliar a qualidade do ajuste de

diferentes tipos de modelos e fornecer uma compreensão mais robusta sobre o desempenho

dos modelos ajustados, especialmente quando lidamos com modelos não lineares ou de

aprendizado de máquina.

2.6.2 Análise de Reśıduos

A Análise de Reśıduos é um componente fundamental na avaliação da adequação do

modelo. Os reśıduos ri são definidos como a diferença entre os valores observados yi e os

valores ajustados ŷi pelo modelo, isto é:

ri = yi − ŷi. (2.26)

De acordo com Seber e Lee (2003), para que o modelo seja considerado adequado, os

reśıduos devem ser distribúıdos aleatoriamente em torno de zero, sem apresentar padrões
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ou tendências espećıficas. Se os reśıduos mostram qualquer tipo de padrão sistemático

(como heterocedasticidade ou autocorrelação), isso pode indicar que o modelo não está

capturando corretamente a estrutura dos dados. A inspeção gráfica dos reśıduos, como

o gráfico de reśıduos versus valores ajustados, é uma prática comum para identificar

problemas de ajuste. Se os reśıduos apresentam uma dispersão crescente ou decrescente

em relação aos valores ajustados, isso sugere heterocedasticidade, ou seja, uma variação

não constante dos erros ao longo dos ńıveis de X.

Testes formais, como o teste de Shapiro-Wilk (Shapiro; Wilk, 1965) podem ser utili-

zados para verificar a normalidade dos reśıduos. Caso o teste indique uma distribuição

não normal, ajustes no modelo podem ser necessários para melhorar o ajuste. Outro teste

formal, o teste de Breusch-Pagan, pode ser utilizado para detectar heterocedasticidade

nos reśıduos. Este teste verifica se a variância dos reśıduos depende dos valores ajustados.

Um resultado significativo indicaria a presença de heterocedasticidade, sugerindo que o

modelo precisa ser ajustado, através da transformação dos dados ou da utilização de mo-

delos que acomodem erros com variância não constante, como os modelos de Regressão

ponderada.

Além disso, o teste de Durbin-Watson é frequentemente utilizado para detectar au-

tocorrelação nos reśıduos, especialmente em dados temporais. A autocorrelação positiva

ou negativa dos reśıduos sugere que o modelo pode não ter capturado adequadamente a

dependência temporal ou a estrutura de correlação presente nos dados (Seber; Lee, 2003).

2.6.3 Critério de Informação de Akaike (AIC) e Bayesiano (BIC) e Raiz do Erro Quadrático

Médio (RMSE)

Além das análises de R2 e reśıduos, outras métricas são essenciais para avaliar a

qualidade do ajuste e comparar diferentes modelos. O Critério de Informação de Akaike

(AIC) é uma medida que considera tanto a qualidade do ajuste quanto a simplicidade do

modelo. Dessa forma:

AIC = 2p − 2 ln(L), (2.27)

no qual p é o número de parâmetros no modelo e L é o valor da função de verossimilhança

do modelo ajustado. Como explicado por Akaike (1974), o AIC é uma medida relativa,

útil para comparar modelos com diferentes números de parâmetros, penalizando aqueles

que são excessivamente complexos em relação à melhoria no ajuste. Essa abordagem é

corroborada por Burnham e R. (2002), que ressaltam que o AIC deve ser utilizado em

contextos que se busca o modelo que melhor explica os dados.

Da mesma forma, o Critério de Informação Bayesiano (BIC) também é utilizado para

essa finalidade e é calculado como:

BIC = ln(n)p − 2 ln(L), (2.28)
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em que n é o número de observações. O BIC, assim como o AIC, considera a qualidade do

ajuste, mas aplica uma penalização maior para modelos com mais parâmetros, favorecendo

modelos mais simples Schwarz (1978).

Além disso, o Erro Quadrático Médio da Raiz (RMSE) (Willmott; Matsuura, 2005) é

uma métrica relevante para avaliar a precisão do modelo. O RMSE é definido como:

RMSE =
¿
ÁÁÀ 1

n

n

∑
i=1

(yi − ŷi)2. (2.29)

O RMSE fornece uma medida em unidades da variável predita, facilitando a inter-

pretação do erro de previsão, já que valores menores de RMSE indicam melhor ajuste

do modelo aos dados observados. Essa métrica é frequentemente utilizada em estudos

de modelagem, como descrito por Hyndman e B. (2006), que enfatizam sua eficácia em

mensurar a precisão das previsões.

Juntas, essas métricas proporcionam uma visão abrangente da qualidade do ajuste

dos modelos, permitindo decisões informadas na seleção do modelo mais adequado para

os dados analisados.

2.7 Aprendizado de máquina (Machine Learning)

Segundo Alpaydin (2020), o campo do Aprendizado de Máquina (ou Machine Lear-

ning) refere-se ao desenvolvimento de algoritmos que permitem que computadores apren-

dam a partir de dados, sem a necessidade de programação expĺıcita. Esse processo é

posśıvel por meio de modelos matemáticos que, ao detectar padrões nos dados de entrada,

permitem ao sistema realizar previsões ou classificações baseadas em novas informações

(Goodfellow, 2016). Desse modo, algoritmos de Aprendizado de Máquina vão além de

uma programação ŕıgida para seguir comandos fixos; eles são desenvolvidos para se adap-

tar e aprimorar continuamente conforme recebem mais dados (Russell; Peter, 2020).

O aprendizado de máquina é comumente dividido em três categorias principais:

i) Aprendizado Supervisionado: O modelo é treinado com dados rotulados, onde

há uma associação definida entre entradas e sáıdas. Como aponta Murphy (2012),

esse método é amplamente empregado para tarefas não supervisionado e de reforço,

pois permite que o modelo aprenda padrões espećıficos e consiga aplicá-los a dados

desconhecidos.

ii) Aprendizado Não Supervisionado: Nesse contexto, o modelo trabalha com

dados sem rótulos, explorando-os para identificar padrões internos. Segundo Sutton

e G. (2018), o aprendizado não supervisionado é essencial em casos onde a relação

direta entre entrada e sáıda não é conhecida.
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iii) Aprendizado por Reforço: Um agente interage com o ambiente e aprende a ma-

ximizar a recompensa acumulada, ajustando suas ações conforme recebe o feedback.

Como explica Sutton e G. (2018), esse método baseia-se no aprendizado comporta-

mental, onde o agente é incentivado pela maximização de recompensas.

O Aprendizado de Máquina possui aplicações em várias áreas, como diagnóstico médico,

reconhecimento de padrões e análise de dados financeiros. Conforme destacado por Good-

fellow (2016), essa tecnologia tem o potencial de revolucionar inúmeros setores, oferecendo

soluções ágeis e eficientes para problemas complexos e de grande escala.

2.7.1 Árvore de Decisão

O modelo de Árvore de Decisão é um dos métodos mais intuitivos e interpretáveis em

Aprendizado de Máquina, frequentemente utilizado tanto em problemas de classificação

quanto de regressão. As árvores de decisão funcionam criando uma estrutura hierárquica

de regras baseadas nas variáveis de entrada, em que cada nó representa uma decisão ou

condição, e as folhas representam os resultados finais.

De acordo com Hastie, Robert e Jerome (2009), o modelo de Árvore de Decisão é

desenvolvido por meio de sucessivas divisões nos dados de treinamento, baseadas nos

valores das variáveis preditoras, criando um percurso que culmina em uma previsão final.

Esse modelo é especialmente útil em problemas em que a interpretabilidade é essencial,

já que sua estrutura hierárquica facilita a visualização do processo de tomada de decisão.

O funcionamento do modelo é o seguinte:

i) Divisão Recursiva: O processo começa com a divisão do conjunto de dados com

base na variável que melhor separa as classes (no caso de classificação) ou que

minimiza o erro (no caso de regressão), repetindo-se de maneira recursiva até que

um critério de parada seja atingido (Breiman; Friedman et al., 1984).

ii) Critério de Parada: Uma árvore de decisão pode continuar se ramificando até

que todas as folhas contenham exemplos puros ou um número mı́nimo de amostras.

Esse critério evita o sobreajuste e controla o tamanho da árvore (Breiman; Friedman

et al., 1986).

iii) Predição: A predição para uma nova amostra é feita ao seguir o caminho da árvore,

tomando decisões em cada nó até chegar em uma folha com a predição final (Hastie;

Robert; Jerome, 2009).

Vantagens da Árvore de Decisão:

i) Interpretabilidade: A estrutura da árvore facilita a compreensão do processo

decisório, tornando o modelo valioso em áreas onde é fundamental justificar as

decisões tomadas (Hastie; Robert; Jerome, 2009).
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ii) Versatilidade: Pode lidar com dados categóricos e cont́ınuos, e não requer su-

posições sobre a distribuição dos dados (Breiman; Friedman et al., 1986).

iii) Rápido Treinamento: As árvores de decisão são rápidas de treinar, sendo efici-

entes para dados de tamanho pequeno a médio (Breiman; Friedman et al., 1986).

Desvantagens da Árvore de Decisão:

i) Tendência ao Sobreajuste: Árvores muito complexas podem se ajustar de-

mais aos dados de treinamento, resultando em baixa capacidade de generalização.

Técnicas como poda ou uso de métodos em conjunto, como Random Forest, podem

mitigar esse problema (Hastie; Robert; Jerome, 2009).

ii) Sensibilidade a Variações nos Dados: Árvores de Decisão podem ser instáveis,

alterando-se significativamente com pequenas variações nos dados.

O modelo de Árvore de Decisão é amplamente utilizado em áreas como diagnóstico

médico e crédito bancário, em que a interpretabilidade e a explicabilidade das decisões

são importantes.

2.7.2 Máquina de Vetores de Suporte (SVM)

O modelo de Máquina de Vetores de Suporte (SVM) é uma técnica poderosa e eficaz

em Aprendizado de Máquina, particularmente em problemas de classificação binária, mas

também aplicável à regressão. As SVMs funcionam identificando um hiperplano que se-

para as classes de forma ótima, maximizando a margem entre os dados de classes distintas.

Essa margem máxima ajuda a melhorar a generalização do modelo.

De acordo com Cortes e Vapnik (1995), a Máquina de Vetores de Suporte (SVM) busca

identificar um hiperplano ótimo que maximize a margem entre as classes, considerando

apenas os dados mais próximos à fronteira de decisão, conhecidos como vetores de suporte.

Esse processo confere ao modelo um desempenho sólido, especialmente em problemas de

alta dimensionalidade e onde a separação entre classes não é linear. Esse método consiste

em:

i) Maximização da Margem: O objetivo da Máquina de Vetores de Suporte (SVM)

é encontrar o hiperplano que maximiza a distância (margem) entre as classes de

dados, reduzindo a possibilidade de erro de classificação (Cortes; Vapnik, 1995).

ii) Vetores de Suporte: Somente os dados próximos à margem, os vetores de suporte,

são relevantes para definir o hiperplano, o que ajuda a reduzir a complexidade do

modelo (Schölkopf; Smola, 2002).
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iii) Truque do Kernel: Para dados que não são linearmente separáveis, a Máquina

de Vetores de Suporte (SVM) utiliza funções de kernel para projetar os dados em

um espaço dimensional maior, onde um hiperplano linear pode separá-los (Vapnik,

1998).

Vantagens da Máquina de Vetores de Suporte (SVM):

i) Eficiente em Alta Dimensionalidade: A Máquina de Vetores de Suporte (SVM)

lida bem com dados de alta dimensionalidade e é eficaz em problemas com grande

número de variáveis (Cortes; Vapnik, 1995).

ii) Robustez a Outliers: Como apenas os vetores de suporte afetam o modelo final,

a Máquina de Vetores de Suporte (SVM) é menos senśıvel a outliers.

iii) Flexibilidade com Kernels: A possibilidade de usar diferentes tipos de kernels

torna a Máquina de Vetores de Suporte (SVM) altamente versátil e aplicável a uma

ampla variedade de problemas não lineares (Schölkopf; Smola, 2002).

Desvantagens da Máquina de Vetores de Suporte (SVM):

i) Complexidade Computacional: O treinamento de uma Máquina de Vetores

de Suporte (SVM) pode ser computacionalmente caro, especialmente em grandes

conjuntos de dados (Cortes; Vapnik, 1995).

ii) Dificuldade de Interpretação: Diferente de modelos como árvores de decisão,

a Máquina de Vetores de Suporte (SVM) não é facilmente interpretável, o que

pode dificultar a compreensão dos critérios de classificação (Hastie; Robert; Jerome,

2009).

As Máquinas de Vetores de Suporte (SVM) são amplamente utilizadas em aplicações

como classificação de imagens e reconhecimento de padrões, áreas em que a precisão e a

capacidade de lidar com dados complexos são fundamentais.

2.7.3 Random Forest

O modelo Random Forest (ou Floresta Aleatória) é um dos métodos mais populares e

robustos em Aprendizado de Máquina supervisionado, sendo amplamente utilizado para

problemas de classificação e regressão. Ele pertence aos chamados ensemble methods

(métodos de comitê), que combinam múltiplos modelos para aumentar a precisão e a

estabilidade das previsões (Breiman, 2001).

Segundo Breiman (2001), o Random Forest consiste na criação de “múltiplas árvores de

decisão a partir de subconjuntos aleatórios dos dados de treinamento, em que cada árvore

contribui para a predição final, resultando em um modelo mais preciso e menos suscet́ıvel
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ao sobreajuste” (p. 6). Esse método aproveita a diversidade das árvores individuais e

melhora o desempenho geral ao combinar suas previsões, funcionando da seguinte forma:

i) Construção de Árvores de Decisão: O Random Forest utiliza subconjuntos

aleatórios dos dados de treinamento para criar um conjunto de árvores de decisão

independentes. “Essa técnica, conhecida como bagging, ajuda a reduzir a variância

do modelo e melhora a estabilidade das previsões” (Hastie; Robert; Jerome, 2009).

ii) Seleção Aleatória de Variáveis: Em cada nó da árvore, um subconjunto aleatório

de variáveis é escolhido para dividir os dados. De acordo com Breiman (2001), isso

“introduz uma diversidade adicional nas árvores, promovendo uma maior genera-

lização do modelo”.

iii) Predição: Ao realizar previsões, todas as árvores do modelo são consultadas, e suas

respostas são combinadas. Para classificação, o resultado final é obtido por voto

majoritário; para regressão, pela média das predições individuais (Hastie; Robert;

Jerome, 2009).

Vantagens do Random Forest:

i) Robustez ao Sobreajuste: Ao combinar os resultados de várias árvores, o Ran-

dom Forest minimiza a probabilidade de sobreajuste, pois “a média dos resultados

das árvores individuais ajuda a reduzir a variância do modelo” (Breiman, 2001).

ii) Alta Precisão: É especialmente adequado para dados de alta dimensionalidade e

permite identificar variáveis mais importantes, o que “contribui para o aumento da

precisão em problemas complexos” (Hastie; Robert; Jerome, 2009).

iii) Versatilidade: O modelo é flex́ıvel e pode ser utilizado com variáveis categóricas

e cont́ınuas, facilitando sua aplicação em uma variedade de problemas.

Desvantagens do Random Forest:

i) Demanda Computacional: A construção de muitas árvores pode ser computaci-

onalmente intensa, exigindo mais recursos em comparação com modelos individuais.

“Em conjuntos de dados muito grandes, a demanda de memória e tempo de proces-

samento pode ser significativa” (Hastie; Robert; Jerome, 2009).

ii) Menor Interpretabilidade: Embora as árvores individuais sejam interpretáveis,

o modelo global de Random Forest pode ser desafiador de interpretar como um todo,

especialmente em casos de alto número de variáveis e árvores (Breiman, 2001).

O modelo Random Forest é amplamente adotado em áreas como medicina, finanças e

agricultura de precisão. Segundo Breiman (2001), “sua robustez e precisão o tornam ideal

para problemas que demandam previsões consistentes e confiáveis em cenários complexos”.
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2.7.4 Comparação entre os modelos

A comparação entre modelos convencionais e métodos de Aprendizado de Máquina

é particularmente relevante para análises que envolvem complexidade e não linearidade,

como é o caso desse estudo. Em contextos de previsão e classificação, essa comparação

destaca as diferenças entre abordagens interpretativas e flex́ıveis. Modelos convencionais,

incluindo técnicas estat́ısticas clássicas como a Regressão não linear, oferecem uma estru-

tura interpretativa mais ŕıgida e permitem que se compreendam diretamente as relações

entre as variáveis, ainda que assumam uma forma espećıfica de não linearidade. Hastie,

Robert e Jerome (2009) apontam que os modelos estat́ısticos clássicos oferecem uma es-

trutura rigorosa para a análise de dados, permitindo interpretações diretas dos coeficientes

associados às variáveis.complexos, o que é útil para manter uma compreensão detalhada

dos parâmetros, mesmo em modelos mais complexos.

Entretanto, esses modelos apresentam limitações, pois tendem a ser menos flex́ıveis e

menos eficazes ao lidar com padrões não lineares complexos. Como destacado por James

et al. (2013), “os modelos lineares convencionais podem não capturar adequadamente as

complexidades presentes em muitos conjuntos de dados do mundo real”.

Por outro lado, o Aprendizado de Máquina abrange uma ampla gama de algoritmos que

podem aprender a partir de dados de maneira autônoma, permitindo uma modelagem mais

robusta de relações não lineares. Murphy (2012) observa que “o Aprendizado de Máquina

se destaca em tarefas que exigem a identificação de padrões complexos em grandes volumes

de dados”. Essa capacidade de adaptação e precisão torna os métodos de aprendizado

de máquina especialmente valiosos em áreas como reconhecimento de imagem e análise

preditiva.

Contudo, o uso de algoritmos de Aprendizado de Máquina também apresenta desafios,

como a complexidade e a menor interpretabilidade. Breiman (2001) aponta que “modelos

complexos, como redes neurais e ensembles, podem ser considerados caixas-pretas, difi-

cultando a compreensão das decisões tomadas pelo modelo”. Além disso, esses métodos

geralmente requerem grandes quantidades de dados para treinamento eficaz, o que pode

não estar dispońıvel em todas as situações.

Em suma, a escolha entre modelos convencionais e métodos de Aprendizado de Máquina

deve ser orientada pelo contexto do problema, pela natureza dos dados dispońıveis e pelos

objetivos da análise. Uma abordagem h́ıbrida que combine as forças de ambos os tipos

de modelos pode muitas vezes oferecer uma solução mais robusta e eficaz.



3 MATERIAL E MÉTODOS

Para a realização deste estudo, foi utilizado um banco de dados proveniente do curso

“Modelos de Regressão Não Linear”, conduzido por Zeviani, Ribeiro Júnior e Bonat

(2013) em Curitiba-PR, Brasil, que utilizou o modelo de Gompetz, Loǵıstico e o Weibull

para realização da análise. Este conjunto de dados inclui informações sobre o crescimento

dos frutos da goiabeira da variedade “Pedro Sato”, com variáveis como peso, volume e

comprimento longitudinal, que são essenciais para a análise de regressão.

As análises foram centradas na aplicação de modelos de Regressão não linear, que são

particularmente adequados para descrever relações complexas entre variáveis biológicas.

Os modelos clássicos foram aplicados, sendo que o modelo Loǵıstico, de Von Bertalanffy

e de Richards permitem representar o crescimento do fruto em função do comprimento

longitudinal.

Tabela 3.1 – Modelos Clássicos de Regressão não-linear.

Modelos Função

Loǵıstico f(x) = α

1 + e(β−γx)
Von Bertalanffy f(x) = α[1 − e−γ(x−δ)]
Richards f(x) = α

1 + e(β−γx)1/δ
Gompertz f(x) = αe−e(β−γx)
Weibull f(x) = α − βe−γxδ

Morgan-Mercer-Flodin (MMF) f(x) = βγ + αxδ

γ + xδ

Fonte:(Seber; Lee, 2003)

Além disso, os modelos de Aprendizado de Máquina Random Forest, Árvores de De-

cisão e Máquina de Vetores de Suporte (SVM) foram implementado por ser especialmente

eficaz em lidar com dados de alta dimensionalidade e pode capturar interações complexas

entre as variáveis independentes e a variável de resposta.

Para avaliar o desempenho dos modelos, foram utilizadas métricas como a Ráız do

Erro Quadrático Médio (RMSE) e o Coeficiente de Determinação (R2). O RMSE fornece

uma medida da precisão das previsões ao indicar a média dos erros quadráticos, enquanto

o R2 quantifica a proporção da variância da variável dependente que é explicada pelo

modelo. Essas métricas são essenciais para comparar a eficácia dos modelos ajustados e

determinar qual abordagem oferece melhores previsões em relação aos dados observados.
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4 RESULTADOS E DISCUSSÕES

A análise descritiva apresentadas, a seguir, fornece um panorama geral dos dados

coletados. Esses valores incluem medidas de posição, que facilitam a compreensão da

tendência central dos dados. Esses resumos estat́ısticos são fundamentais para orientar as

próximas etapas da análise. A Tabela 4.1 apresenta a análise descritiva de cada variável.

Tabela 4.1 – Análise descritiva de caracteŕısticas da Goiaba.

Estat́ısticas Comprimento Longitudinal Peso Volume

Mı́nimo 29,15 6,27 6,0

1º Quartil 42,41 19,66 20,0

Mediana 67,33 89,56 95,0

Média 62,04 102,09 111,3

3º Quartil 81,31 178,21 200,0

Máximo 101,07 304,11 310,0

Fonte: Elaborado pelo autor, (2024).

Conforme observado na Tabela 4.1, o comprimento longitudinal apresenta um valor

mı́nimo de 29,15 mm e máximo de 101,0 mm, com uma média de 62,04 mm. Essa

distribuição sugere uma moderada variação nos comprimentos registrados, com a maioria

dos valores concentrados entre 42,41 mm e 81,31 mm, correspondendo ao intervalo entre

o primeiro e o terceiro quartil.

Para o peso, os valores variam amplamente, de um mı́nimo de 6,27g até um máximo

de 304,11 g, com uma média de 102,09 g. A mediana de 89.56 g, significativamente abaixo

da média, sugere a presença de valores elevados que podem estar influenciando a média,

indicando uma distribuição possivelmente assimétrica.

O volume também mostra uma ampla amplitude, com valores variando entre 6,0 mm3

e 310,0 mm3, e uma média de 111,3 mm3. Assim como o peso, a mediana de 95,0 mm3,

menor que a média, sugere que alguns valores altos estão presentes, o que contribui para

aumentar a média geral.

Essas descrições ajudam a identificar tendências e posśıveis assimetrias nos dados,

permitindo ajustes e interpretações mais precisas nas análises futuras.

4.1 Modelo não Linear

Para os modelos não lineares, foram utilizados três modelos principais: o modelo

Loǵıstico, o modelo de Von Bertalanffy e o modelo de Richards. Cada um deles aplicado

com o objetivo de capturar diferentes aspectos da relação entre o comprimento longitudi-

nal, peso e volume, buscando uma representação fiel das dinâmicas observadas nos dados.
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Além da aplicação individual dos modelos Loǵıstico, de Von Bertalanffy e de Richards,

realizou-se uma comparação entre eles para identificar o ajuste mais adequado aos dados

observados. Essa comparação permite avaliar qual modelo captura melhor as nuances

do crescimento da goiaba representado nas variáveis long, peso e volume, considerando

caracteŕısticas como o padrão de crescimento e o comportamento assimtótico.

Nas Figuras 4.1 e 4.2, será possivel observar a dispersão dos dados em termos de peso

e volume de acordo com a longitude, respectivamente. Ambos os gráficos fornecem uma

visão detalhada do comportamento dessas variáveis em função do comprimento, revelando

uma relação de crescimento que pode ser modelada adequadamente por meio de regressões

não-lineares.

Figura 4.1 – Gráfico de dispersão para o Peso e o Comprimento Longitudinal do fruto da
goiabeira.
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Fonte: Elaborado pelo autor, (2024).

No gráfico da Figura 4.1, observa-se um padrão de dispersão entre o comprimento

longitudinal do fruto e o peso correspondente. À medida que o comprimento do fruto

aumenta, há uma tendência clara de aumento do peso. Esse comportamento indica uma

relação positiva entre as duas variáveis: frutos mais longos tendem a ser mais pesados.

A dispersão dos dados respresenta bem a tendência de crescimento do peso em relação

ao comprimento longitudinal, mostrando uma trajetória de crescimento que se estabiliza

à medida que o comprimento do fruto atinge valores maiores. Esse comportamento pode

ser interpretado como um sinal de saturação, em que o peso do fruto atinge um limite à

medida que o comprimento continua a aumentar, o que é caracteŕıstico de processos de

crescimento biológico em plantas e frutos.
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Figura 4.2 – Gráfico de dispersão para o Volume e o Comprimento Longitudinal do fruto
da goiabeira.
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Fonte: Elaborado pelo autor, (2024).

O gráfico da Figura 4.2, por sua vez, apresenta a relação entre o comprimento longi-

tudinal e o volume do fruto da goiabeira. Novamente, é posśıvel observar uma relação

positiva entre essas variáveis, em que o volume do fruto aumenta proporcionalmente ao

comprimento. Esse aumento no volume com o crescimento em comprimento indica que

frutos mais longos também têm maior volume, seguindo uma tendência semelhante à ob-

servada entre o peso e o comprimento.

Assim como no gráfico em 4.1 a curva modela bem os dados, e também sugere uma

saturação, no qual o volume tende a estabilizar à medida que o comprimento do fruto

aumenta, o que também é consistente com os padrões biológicos de crescimento.

A partir da análise detalhada desses gráficos, fica evidente que há uma relação po-

sitiva e não-linear entre o comprimento longitudinal do fruto da goiabeira e o peso e o

volume. Em ambos os casos, a curva capturando a tendência geral de crescimento e as

caracteŕısticas de saturação. Esse comportamento sugere que, à medida que o fruto atinge

um certo comprimento, tanto o peso quanto o volume começam a estabilizar, o que é co-

mum em modelos biológicos de crescimento, em que fatores limitantes (como capacidade

de suporte dos tecidos do fruto) podem levar a uma estabilização.

A escolha de modelos não-lineares, como o modelo Loǵıstico, de Von Bertalanffy e

de Richards, se justifica por representar bem a complexidade do fenômeno observado

e pela adequação aos dados experimentais apresentados. Dessa forma, esses modelos

oferecem uma ferramenta eficaz para prever o comportamento do peso e do volume com

base no comprimento longitudinal dos frutos, contribuindo para uma compreensão mais

aprofundada do crescimento da goiabeira e otimizando a análise do potencial produtivo

da planta. Na Tabela 4.2 são apresentados os valores calculados para as estimativas dos
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parâmetros dos modelos Loǵıstico, Von Bertalanffy e Richards, com seus respectivos erros

padrão, valores t e intervalos de confiança de 97,5%.

Tabela 4.2 – Valores de estimativa dos parâmetros; erro padrão de estimativa, valor-p e
intervalo de confiança para os modelos.

Modelo Não Linear Parâmetro Estimativa Erro Padrão Pr(>∣ t ∣) Intervalo de Confiança

Loǵıstico (Peso) α 169,9413 6,0122 <0,01 *** [158,16; 181,73]

β 0,1401 0,0267 <0,01 *** [0,0877; 0,1925]

γ 50,0000 1,5714 <0,01 *** [46,92; 53,08]

Loǵıstico (Volume) α 184,5215 7,0653 <0,01 *** [170,67; 198,37]

β 0,1272 0,0241 <0,01 *** [0,0799; 0,1745]

γ 50,0000 1,7190 <0,01 *** [46,63; 53,37]

Von Bertalanffy (Peso) α 200,0000 9,4518 <0,01 *** [181,47; 218,53]

β 0,0643 0,0058 <0,01 *** [0,0531; 0,0756]

γ 35,6947 1,0229 <0,01 *** [33,69; 37,70]

Von Bertalanffy (Volume) α 300,0000 29,2298 <0,01 *** [242,71; 357,29]

β 0,0419 0,0061 <0,01 *** [0,0299; 0,0540]

γ 33,2020 2,3226 <0,01 *** [28,65; 37,75]

Richards (Peso) α 192,1793 16,3567 <0,01 *** [160,12; 224,24]

β 0,0735 0,0328 0,0259 ** [0,0095; 0,1375]

γ 50,0000 4,5373 <0,01 *** [41,11; 58,89]

Richards (Volume) α 211,7684 19,5893 <0,01 *** [173,37; 250,16]

β 0,0701 0,0325 0,0325 ** [0,0064; 0,1339]

γ 50,0000 4,8347 <0,01 *** [40,52; 59,48]

Fonte: Elaborado pelo autor, (2024).

A Tabela 4.2 resume as estimativas dos parâmetros dos modelos Loǵıstico, Von Berta-

lanffy e Richards aplicados às variáveis de peso e volume, respectivamente. Cada modelo

foi ajustado de forma a capturar o comportamento de crescimento das variáveis analisa-

das, e os parâmetros de cada um refletem as especificidades de suas respectivas estruturas

matemáticas.

Para o modelo Loǵıstico, os valores das estimativas sugerem um crescimento sigmoidal

para as variáveis de peso e volume, com o parâmetro α representando o valor assintótico

máximo que a variável pode alcançar. Os baixos valores de erro padrão e os valores p

significativos (<0,01) indicam que os parâmetros são estatisticamente relevantes, refle-

tindo uma curva de ajuste robusta, caracteŕıstica que, segundo Zeviani, Ribeiro Júnior e

Bonat (2013), torna este modelo adequado para descrever processos de crescimento em

organismos vivos.

No caso do modelo Von Bertalanffy, as estimativas mostram valores de α superiores ao

modelo Loǵıstico, particularmente para a variável volume, sugerindo um comportamento
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de crescimento assintótico mais elevado. A significância estat́ıstica dos parâmetros, ali-

ada aos baixos erros padrão, sugere que esse modelo pode capturar bem a dinâmica de

crescimento gradual e assintótica observada nos dados, especialmente para processos de

crescimento fisiológico (Zeviani; Ribeiro Júnior; Bonat, 2013).

Para o modelo Richards os parâmetros α, β e γ foram estimados para descrever o

padrão de crescimento das variáveis, oferecendo maior flexibilidade no ajuste da curva. Os

valores de intervalo de confiança para os parâmetros α e γ são amplos, o que é desfavorável,

pois indica que o modelo está acomodando uma variação excessiva nos dados observados,

sugerindo menor precisão nas previsões.

Em resumo, as estimativas fornecidas pelos três modelos indicam que tanto o modelo

Loǵıstico quanto o de Von Bertalanffy são adequados para descrever o crescimento das

variáveis de interesse, com o modelo Richards adicionando flexibilidade extra, embora

com maior incerteza em alguns parâmetros. Esses resultados sugerem que cada modelo

oferece informações distintas sobre a dinâmica de crescimento dos dados analisados. A

seguir, serão apresentados nas Figuras 4.3, os gráficos dos ajustes dos três parâmetros,

verificando a relação entre as variáveis peso e volume com o comprimento longitudinal da

goiaba.

Figura 4.3 – Gráfico de ajuste para os modelos Loǵıstico, Von Bertalanffly e Richards
para a variável Peso e Volume.
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Fonte: Elaborado pelo autor, (2024).

A visualização gráfica permite observar que o modelo de Von Bertalanffly tem um

ajuste ligeiramente melhor aos dados em relação aos demais modelos. Para confirmar

esse melhor ajuste aos dados, foram utilizados os critérios apresentados na Tabela 4.3.
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Tabela 4.3 – Critérios de Informação de Akaike (AIC), Bayesiano de Schwarz (BIC) e a
Ráız do Erro Quadrático Médio (RMSE) para os modelos ajustados.

Modelo Não Linear AIC BIC RMSE

Loǵıstico (Peso) 1653,1780 1665,4540 42,7162

Loǵıstico (Volume) 1678,1130 1690,3880 46,2004

Von Bertalanffy (Peso) 1546,5820 1558,8580 30,5502

Von Bertalanffy (Volume) 1517,3620 1529,6380 27,8681

Richards (Peso) 1599,0090 1614,3530 35,7999

Richards (Volume) 1627,2910 1642,6350 39,1297

Fonte: Elaborado pelo autor, (2024)

Com a apresentação dos critérios AIC, BIC e RMSE para os modelos não lineares

utilizados na análise do crescimento do fruto da goiabeira “Pedro Sato”, pode-se obser-

var resultados significativos que refletem a performance de cada modelo em relação às

variáveis peso e volume. É posśıvel observar que o modelo Von Bertalanffly se destacou

significativamente comparado aos demais modelos. O modelo Richards apresentou resul-

tados intermediários. E o modelo Loǵıstico apresentou resultados que deixaram a desejar,

ficando como o pior modelo entre os três. O modelo Von Bertalanffly se destacou como o

mais eficaz, tanto em termos de critérios de informação (AIC e BIC) quanto de precisão

(RMSE) (Tabela 4.3).

Nas Figuras 4.4 são apresentados os gráficos de normalidade dos reśıduos dos mo-

delo. O gráfico de normalidade dos reśıduos para a variável peso mostra um alinhamento

razoável dos pontos com a linha de referência na região central, sugerindo uma apro-

ximação à normalidade para grande parte dos reśıduos. Contudo, há um desvio nas cau-

das, com pontos que se afastam da linha reta. Esse comportamento indica que, embora

o modelo Loǵıstico capture o padrão geral do crescimento em peso do fruto da goiabeira

“Pedro Sato”, existem valores extremos que podem refletir variações naturais no cresci-

mento dos frutos ou limitações do modelo em ajustar completamente esses dados. Já para

a variável Volume, o gráfico QQ exibe um padrão semelhante. A maior parte dos pontos

segue a linha de referência na região central, mas desvios nas extremidades sugerem que

o modelo Loǵıstico tem dificuldades em capturar as variações mais extremas do volume

dos frutos. Esses desvios podem indicar uma variação no desenvolvimento volumétrico

das goiabas “Pedro Sato” que não é totalmente explicada pelo modelo Loǵıstico.
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Figura 4.4 – Gráfico de Normalidade dos Reśıduos dos Modelos Não Ĺıneares para o Peso
e o Volume.
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Fonte: Elaborado pelo autor, (2024).

No gráfico de normalidade dos reśıduos para Peso, os pontos seguem a linha de re-

ferência na maior parte do gráfico, indicando incialmente que a normalidade dos reśıduos

é razoavelmente atendida. Contudo, pequenos desvios nas caudas podem sugerir que o
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modelo Von Bertalanffy ajusta bem o crescimento em peso da goiaba “Pedro Sato”, mas

ainda apresenta alguma limitação em relação aos valores extremos, o que pode ser as-

sociado a fatores ambientais ou genéticos que afetam o desenvolvimento do fruto. Para

Volume, observa-se um comportamento semelhante ao Peso, com os reśıduos alinhados

na maior parte do gráfico, mas com leve afastamento nas extremidades. Esses desvios

podem indicar variações no crescimento volumétrico que o modelo Von Bertalanffy não

capta completamente, possivelmente relacionadas a aspectos de irrigação, fertilização ou

condições climáticas que impactam o volume dos frutos.

Para o peso, os pontos no gráfico de normalidade dos reśıduos estão bem alinhados

com a linha de referência, indicando uma aproximação à normalidade superior em relação

aos modelos anteriores. Isso sugere que o modelo Richards oferece um ajuste mais fiel

ao crescimento em peso do fruto “Pedro Sato”, capturando melhor as variações nos da-

dos. Para o volume, o modelo Richards também mostra um alinhamento consistente

dos reśıduos com a linha de referência. Pequenos desvios nas extremidades indicam que,

embora haja algumas variações não capturadas, o modelo Richards é adequado para des-

crever o crescimento em volume do fruto “Pedro Sato”.

A análise dos gráficos de normalidade dos reśıduos para os reśıduos dos modelos

Loǵıstico,Von Bertalanffly e Richards indica que o modelo Richards é o mais apropri-

ado para descrever o crescimento do fruto da goiabeira “Pedro Sato”, tanto para o peso

quanto para o volume, uma vez que apresenta reśıduos mais próximos de uma distri-

buição Normal. Esse resultado sugere que o modelo Richards é particularmente útil para

entender o desenvolvimento desses frutos, fornecendo uma ferramenta útil para otimizar

práticas agŕıcolas e melhorar a produtividade da variedade “Pedro Sato”.

Tabela 4.4 – Teste de normalidade de Shapiro-Wilk.

Modelo Variável Estat́ıstica W Valor-p

Loǵıstico Peso 0,9495 <0,01 ***

Loǵıstico Volume 0,9462 <0,01 ***

Von Bertalanffy Peso 0,9534 <0,01 ***

Von Bertalanffy Volume 0,9699 <0,01 ***

Richards Peso 0,9498 <0,01 ***

Richards Volume 0,9479 <0,01 ***

Fonte: Elaborado pelo autor, (2024).

Com base nos resultados dos testes de normalidade para os reśıduos, conclui-se que

todos os modelos (Loǵıstico, Von Bertalanffy e Richards) apresentam reśıduos que não

seguem uma distribuição normal para ambas as variáveis Peso e Volume. Esse compor-

tamento não-normal dos reśıduos pode indicar que os modelos ajustados não capturam
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perfeitamente a variabilidade dos dados, o que pode ter implicações na precisão das pre-

visões e na inferência estat́ıstica.

4.2 Aplicação do Machine Learning

Para compreender a eficiência dos diferentes modelos de Aprendizado de Máquina

aplicados na estimativa de caracteŕısticas do fruto da goiabeira “Pedro Sato”, foram

realizados testes com três abordagens distintas: Árvore de Decisão, Random Forest e

Máquina de Vetores de Suporte (SVM). São apresentados, na Tabela 4.5 os resultados

obtidos para o RMSE para o peso e o volume dos frutos.

Tabela 4.5 – Raiz do Erro Quadrático Médio (RMSE) dos Modelos de Aprendizado de
Máquina para o Peso e o Volume

Peso Volume

Modelo RMSE RMSE

Árvore de Decisão 14,1929 23,6232

Random Forest 7,6799 14,5256

SVM 13,8048 15,7152

Fonte: Elaborado pelo autor, (2024)

Analisando os dados da Tabela 4.5 é posśıvel observar que o modelo Random Forest

apresentou o menor RMSE tanto para a predição do peso (7.6799) quanto para a predição

do volume (14.5256), indicando uma maior precisão em comparação aos outros modelos

testados. O modelo da Máquina de Vetores de Suporte (SVM) obteve um desempenho

intermediário em ambas as predições, enquanto a Árvore de Decisão demonstrou o maior

erro médio quadrático, o que sugere menor acurácia em estimar as caracteŕısticas dos

frutos. Esses resultados reforçam que, para o contexto espećıfico da análise de frutos da

goiabeira “Pedro Sato”, a Random Forest se destaca como a abordagem mais eficiente,

possivelmente devido à sua capacidade de capturar interações complexas entre variáveis

e reduzir o viés e a variância do modelo.

4.3 Comparação dos Modelos

Para avaliar o desempenho dos modelos de Aprendizado de Máquina aplicados à

predição das caracteŕısticas dos frutos da goiabeira “Pedro Sato”, foram calculados os

valores de RMSE para os modelos Random Forest e Von Bertalanffy, tanto para o peso

quanto para o volume dos frutos. A seguir, são apresentados os resultados de RMSE para

cada modelo.

Os resultados da Tabela 4.6 indicam que, para a predição do peso dos frutos, o modelo

Random Forest apresentou um RMSE de 7.6799, superando o modelo Von Bertalanffy,

que obteve um RMSE de 30.55016. Da mesma forma, para a predição do volume, o modelo
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Random Forest também mostrou um desempenho superior, com um RMSE de 14.5256

comparado a 27.86812 do modelo Von Bertalanffy. Esses resultados sugerem que, em

ambos os casos, o modelo Random Forest é mais preciso na estimativa das caracteŕısticas

dos frutos da goiabeira “Pedro Sato”, destacando-se como a melhor opção entre os modelos

avaliados.

Tabela 4.6 – Raiz do Erro Quadrático Médio (RMSE) para comparação do Modelo de
Von Bertalanffy e Random Forest para o Peso e o Volume

Peso Volume

Modelo RMSE RMSE

Random Forest 7,6799 14,5256

Von Bertalanffy 30,5502 27,8681

Fonte: Elaborado pelo autor, (2024)

Para uma melhor compreensão do ajuste dos modelos de Von Bertalanffy e Random

Forest sobre as variáveis Peso e Volume em função do comprimento Longitudinal dos

frutos, foi realizada uma análise comparativa das curvas geradas por cada modelo em

relação aos dados observados. A escolha do modelo de Von Bertalanffy deve-se à sua

caracteŕıstica de crescimento não linear, adequada para representar o crescimento de or-

ganismos, enquanto o modelo Random Forest, sendo um algoritmo de Aprendizado de

Máquina, pode capturar relações complexas e não lineares sem pressupor uma forma fun-

cional espećıfica.

Figura 4.5 – Comparação das curvas dos modelos de Von Bertalanffy e Random Forest
para o Peso
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Figura 4.6 – Comparação das curvas dos modelos de Von Bertalanffy e Random Forest
para o Volume
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Observa-se nas Figuras 4.5 e 4.6 que o modelo de Von Bertalanffy apresenta um

ajuste suave e cont́ınuo, que capta padrão de crescimento dos frutos, especialmente em

intervalos intermediários de comprimento longitudinal. No entanto, em certos pontos,

principalmente em comprimentos maiores, o modelo Random Forest parece acompanhar

melhor as flutuações presentes nos dados observados, capturando variações que o modelo

de Von Bertalanffy não representa tão bem.

Essa comparação evidencia que, enquanto o modelo deVon Bertalanffy é capaz de

descrever o padrão geral de crescimento do fruto sem captar de forma eficaz, já o modelo

Random Forest demonstra maior flexibilidade ao capturar variações locais nas goiabas,

captando melhor o padrão de crescimento. Esse comportamento sugere que a escolha do

modelo ideal é o Random Forest, pois ele é preciso em pontos espećıficos do comprimento

longitudinal.

Os resultados obtidos neste trabalho mostram semelhanças e diferenças em relação

aos estudos de Conceição (2022) e Carvalho Júnior et al. (2016). Em ambos os casos,

foram analisados modelos estat́ısticos e técnicas de Aprendizado de Máquina para avaliar

fenômenos complexos. No estudo de Carvalho Júnior et al. (2016), foram comparados

modelos de Regressão linear múltipla (RLM) e Random Forest (RF), destacando a im-

portância de variáveis como carbono orgânico e frações granulométricas para a estimativa

da densidade do solo. Já em Conceição (2022), o foco foi na previsão da inflação utili-

zando Random Forest e métodos tradicionais, como ARIMA, observando-se que o Random

Forest apresentou desempenho superior devido à sua capacidade de lidar com não linea-

ridades e selecionar variáveis relevantes.

No presente trabalho, a comparação entre modelos não lineares (Loǵıstico, Von Ber-



46

talanffy e Richards) e algoritmos de Aprendizado de Máquina também evidencia a im-

portância de diferentes abordagens modeĺısticas para melhorar a precisão preditiva. Seme-

lhante aos resultados de Conceição (2022), o Random Forest destacou-se pela capacidade

de ajustar melhor os dados, conforme métricas de validação como RMSE. Por outro lado,

ao contrário do foco dos artigos citados na separação detalhada entre R2 de ajuste e va-

lidação, este estudo priorizou a análise do ajuste global.

Adicionalmente, os resultados mostram que o presente estudo compartilha semelhanças

metodológicas significativas com os trabalhos citados, sobretudo no uso de métricas ro-

bustas para avaliação de modelos e na seleção criteriosa de variáveis preditoras. Esse

alinhamento metodológico reforça a importância de combinar métodos tradicionais e mo-

dernos para capturar relações complexas entre as variáveis. Conclui-se, como apontado

por Conceição (2022) e Carvalho Júnior et al. (2016), que essa abordagem integrada ofe-

rece uma solução robusta para modelagem preditiva, seja na previsão macroeconômica, no

estudo de propriedades f́ısicas do solo ou em aplicações biológicas, como neste trabalho,

contribuindo para a redução de incertezas e a melhora na precisão das estimativas.
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5 CONCLUSÃO

Este trabalho teve como objetivo aplicar a Regressão não linear multiresposta e com-

parar modelos estat́ısticos e de Aprendizado de Máquina para descrever o crescimento

dos frutos da goiabeira ”Pedro Sato”. Foram utilizados modelos clássicos de Regressão

não linear, como os modelos Loǵıstico, Von Bertalanffy e Richards, além de algoritmos

de Aprendizado de Máquina, incluindo Random Forest, Árvore de Decisão e Máquina de

Vetores de Suporte (SVM). A avaliação dos modelos foi feita com base no AIC, BIC e

RMSE, permitindo identificar os modelos que melhor se ajustaram aos dados e forneceram

as previsões mais precisas.

Embora o modelo de Von Bertalanffy tenha sido adequado para capturar o padrão

geral de crescimento, o Random Forest superou os modelos não lineares, apresentando

um RMSE significativamente menor. Sua flexibilidade em capturar interações complexas

e padrões não lineares, sem a necessidade de uma função paramétrica, possibilitou uma

descrição precisa das variações locais nos dados, principalmente em pontos espećıficos de

crescimento.

Os resultados indicam que o Random Forest é o modelo mais adequado para descrever

o crescimento dos frutos, permitindo previsões precisas e ajustes espećıficos no manejo

agŕıcola. Esse modelo pode ser útil para a definição do ponto ideal de colheita, otimização

de recursos e redução de perdas, maximizando a eficiência e a lucratividade. Sua aplicação

pode melhorar o planejamento das etapas de colheita e comercialização, além de contribuir

para a qualidade final da produção.

Apesar dos resultados positivos, algumas limitações foram identificadas, como a natu-

reza destrutiva das amostras, que restringiu a análise longitudinal. Recomenda-se o uso

de tecnologias não destrutivas, como o sensoriamento remoto, e a inclusão de variáveis

ambientais, como temperatura e umidade, para uma análise mais abrangente e precisa do

crescimento dos frutos. Além disso, a integração com redes neurais pode melhorar ainda

mais a acurácia das previsões em dados complexos e de grande volume.

Em resumo, o trabalho demonstra a aplicabilidade e eficiência dos modelos de Re-

gressão não linear multiresposta e Aprendizado de Máquina no estudo do crescimento

dos frutos. A escolha do modelo ideal, Random Forest, mostrou-se eficaz para capturar

detalhes com precisão. Este estudo reforça a importância de métodos avançados de mode-

lagem e abre caminhos para futuras pesquisas, contribuindo para a agricultura e o avanço

da ciência na análise do crescimento vegetal.
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