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Resumo 

 

Neste trabalho é proposta uma nova metodologia para a diferenciação de cinco 

diferentes tipos de bactérias (Escherichia coli, Enterococcus faecalis, Streptococcus 

salivarius, Streptococcus oralis e Staphylococcus aureus) utilizando histogramas de cor 

obtidos a partir de imagens digitais capturadas com uma webcam e SPA-LDA. 

Histogramas de cor nos canais de RGB, HSI e escala de cinza, além de suas combinações 

(tons de cinza + RGB; tons de cinza + HSI; tons de cinza + RGB + HSI) foram então 

utilizados como informação analítica. Para fins de comparação com os resultados obtidos 

por SPA-LDA foram empregados diferentes classificadores multivariados: SIMCA, PCA-

LDA e PLS-DA. O melhor resultado de classificação foi obtido usando RGB e SPA-LDA, 

alcançando 94 e 100% de precisão da classificação para os conjuntos de treinamento e 

teste, respectivamente. Este resultado é extremamente positivo do ponto vista de análises 

microbiológicas e clínicas, porque evita a identificação de bactérias com base na 

identificação fenotípica do organismo causador usando coloração de Gram, a cultura das 

cepas e os testes bioquímicos. Portanto, o método proposto apresenta vantagens inerentes, 

promovendo uma alternativa mais simples, rápida e de baixo custo para a identificação de 

bactérias. 

 

Palavras chave: bactérias; imagens digitais; Algoritmo das Projeções Sucessivas. 
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Abstract 

 

In this work, a new approach is proposed to verify the differentiating characteristics 

of five bacteria (Escherichia coli, Enterococcus faecalis, Streptococcus salivarius, 

Streptococcus oralis, and Staphylococcus aureus) by using digital images obtained with a 

simple webcam and variable selection by the Successive Projections Algorithm associated 

with Linear Discriminant Analysis (SPA-LDA). In this sense, color histograms in the red–

green–blue (RGB), huesaturation - value (HSV), and grayscale channels and their 

combinations were used as input data, and statistically evaluated by using different 

multivariate classifiers (Soft Independent Modeling by Class Analogy (SIMCA), Principal 

Component Analysis-Linear Discriminant Analysis (PCA-LDA), Partial Least Squares 

Discriminant Analysis (PLS-DA) and Successive Projections Algorithm-Linear 

Discriminant Analysis (SPA-LDA)). The bacteria strains were cultivated in a nutritive 

blood agar base layer for 24 h by following the Brazilian Pharmacopoeia,maintaining the 

status of cell growth and the nature of nutrient solutions under the same conditions. The 

best result in classification was obtained by using RGB and SPA-LDA, which reached 94 

and 100% of classification accuracy in the training and test sets, respectively. This result is 

extremely positive from the viewpoint of routine clinical analyses, because it avoids 

bacterial identification based on phenotypic identification of the causative organism using 

Gram staining, culture, and biochemical proofs. Therefore, the proposed method presents 

inherent advantages, promoting a simpler, faster, and low-cost alternative for bacterial 

identification. 

 

Keywords: Bacteria, Digital Images, Successive projections algorithm 
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1. INTRODUÇÃO 

 

1.1. Caracterização da problemática 

 

As bactérias patogênicas são as principais causadoras de uma série de doenças 

contagiosas responsáveis pela morte de inúmeras pessoas e animais no mundo, muitas 

delas causadas pela lentidão do diagnóstico ou, em alguns casos, pela falta dele [1,2]. O 

rápido diagnóstico destas doenças com os seus respectivos precursores é um passo 

primordial para o início imediato do tratamento adequado, aumentando a sua eficácia, 

especialmente em pacientes com sistemas imunitários enfraquecidos [3]. As metodologias 

de rotina empregadas nos laboratórios de microbiologia clínica para identificação destas 

bactérias baseiam-se nas características fenotípicas, nas propriedades bioquímicas e 

metabólicas do microrganismo [4]. Neste sentido, devem-se avaliar os padrões de 

crescimento das colônias das bactérias em meios de cultura, a morfologia das colônias, a 

coloração de Gram e outros testes bioquímicos. No entanto, estes métodos requerem 

abrangente conhecimento sobre as características individuais de cada espécie de 

microrganismo, além de ser muito trabalhoso e demorado, exigindo mais de 48 h para o 

crescimento das bactérias. Além disso, algumas cepas apresentam características 

bioquímicas únicas que não se encaixem em nenhum padrão usado como uma 

característica de qualquer gênero ou espécie conhecida [5,6].  

A fim de contornar estes inconvenientes, algumas metodologias para identificação e 

classificação de bactérias têm sido relatadas na literatura, dentre elas cromatografia gasosa 

[7,8], eletroforese capilar [9], espectrometria de massas [6,10], espectroscopia Raman [11], 

espectroscopia no infravermelho [12–14], fluorescência [15,16] e ressonância magnética 

nuclear [17]. Apesar de estas técnicas analíticas instrumentais obterem resultados 

confiáveis e precisos na identificação e classificação de microrganismos, o uso de imagens 
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digitais apresenta-se como uma alternativa viável com algumas vantagens intrínsecas, uma 

vez que requer uma instrumentação de baixo custo, evita a manipulação da placa de Petri 

onde os microrganismos são cultivados e não exige o conhecimento de um microbiologista 

experiente para sua utilização. Por este motivo, alguns trabalhos para identificação e/ou 

classificação de microrganismos usando análise por imagens digitais foram propostos na 

literatura [18–21]. 

Dubuisson e colaboradores [18] desenvolveram uma metodologia utilizando 

segmentação de imagens digitais para a classificação de Methanospirilium hungatei e 

Methanosarcina mazei com base em suas formas. As culturas de M. hungatei foram 

corretamente identificadas, enquanto que os resultados para as culturas de M. mazei não 

foram tão precisos. 

Kumar e Mittal [19] obtiveram a geometria e parâmetros ópticos utilizando 

microscopia de fluorescência e imagens para a identificação de cinco microrganismos. As 

imagens das cepas de Bacillus thuringiensis, Escherichia coli K12, Lactobacillus brevis, 

Listeria innocua e Staphylococcus epidermidis tingidas com dois corantes fluorescentes 

foram captadas com uma câmara CCD acoplada a um microscópio de luz. A emissão de 

fluorescência (intensidade de nível de cinza) para a B. thuringiensis foi a mais elevada em 

comparação com os outros microrganismos, enquanto a emissão para a L. brevis foi a mais 

baixa. Os valores médios de 10 percentuais de histogramas de imagens de L. innocua e S. 

epidermidis foram significativamente diferentes dos de L. brevis. Usando 99 valores 

percentuais, B. thuringiensis podem ser diferenciadas dos microorganismos restantes, 

assim como E. coli também pode ser diferenciada de L. brevis e S. epidermidis.  

Huff e colaboradores [20] utilizaram um sensor de dispersão de luz para a 

identificação em tempo real de colônias de Vibrio parahaemolyticus, Vibrio vulnificus e 

Vibrio cholerae sobre placas de ágar sólido. As colônias foram iluminadas por um feixe de 
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laser em 635 nm e as assinaturas das imagens dispersadas foram adquiridas utilizando uma 

câmara CCD. Uma técnica de reconhecimento de padrões obteve 99% de classificação 

correta. A metodologia proposta detectou com sucesso V. cholerae, V. parahaemolyticus e 

V. vulnificus em amostras de ostras ou de água em 18 h, mesmo na presença de outros 

vibrios ou bactérias. 

Suchwalko e colaboradores [21] identificaram espécies de bactérias (Salmonella 

enteritidis, Staphylococcus aureus, Staphylococcus intermedius, Escherichia coli, Proteus 

mirabilis, Pseudomonas aeruginosa e Citrobacter freundii) com base em padrões de 

difração de Fresnel das colônias registradas em um sistema óptico com iluminação por 

ondas esféricas convergentes. O método proposto utilizou processamento de imagens e 

análise estatística com base na extração e seleção de características e métodos de 

classificação, chegando a identificação de 98% das bactérias em 36 horas a partir da 

aquisição da amostra. 

Todas as abordagens mencionadas anteriormente utilizam parâmetros geométricos 

e/ou de extração de características a partir de imagens das bactérias. Por outro lado, os 

histogramas de cor descrevem a distribuição estatística dos pixels de uma imagem digital 

como uma função do componente de cor capturada e não uma característica ou um 

comportamento físico-químico direto [22]. Os histogramas de cor têm sido utilizados com 

sucesso como informação analítica para a classificação de chás [22], méis [23], óleos 

vegetais comestíveis [24]. 

Assim, neste trabalho foi proposta uma nova metodologia para a diferenciação de 

cinco diferentes tipos de bactérias (Escherichia coli, Enterococcus faecalis, Streptococcus 

salivarius, Streptococcus oralis e Staphylococcus aureus) utilizando histogramas de cor 

obtidos a partir imagens digitais capturadas com uma webcam e SPA-LDA [25]. 

Histogramas de cor nos canais de RGB, HSI e escala de cinza, além de suas combinações 



4 

 

 

(tons de cinza + RGB; tons de cinza + HSI; tons de cinza + RGB + HSI) foram então 

utilizados como informação analítica. Para fins de comparação com os resultados obtidos 

por SPA-LDA foram empregados diferentes classificadores multivariados: SIMCA, PCA-

LDA e PLS-DA. 

 

 

1.2. Objetivo geral 

 

Desenvolvimento de uma metodologia simples, rápida, de baixo custo e não 

destrutiva baseada na utilização de imagens digitais e técnicas de reconhecimento de 

padrões supervisionadas para a classificação de cinco diferentes tipos de bactérias. 

 

 

1.3. Objetivos específicos 

 

 Utilizar de histogramas de cor (RGB, HSI e escala de cinzas) gerados a partir das 

imagens digitais capturadas com uma webcam, empregando-os como dados 

analíticos de entrada. 

 Utilizar de técnicas de reconhecimento de padrões supervisionadas (SIMCA, PCA-

LDA, PLS-DA e SPA-LDA) para fins de classificação multivariada. 

 Classificar amostras de bactérias dos gêneros Escherichia, Enterococus, 

Streptococcus e Shaphylococcus. 
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2. REVISÃO DE LITERATURA 

 

2.1. BACTÉRIAS 

 

As bactérias são microrganismos unicelulares do reino Monera que podem ser 

encontradas isoladas ou em forma de colônias. Podem ser classificadas em três formas 

básicas: cocos, bacilos e espirais. Os cocos geralmente se apresentam em forma esférica, 

porém, em alguns casos, podem ser ovais, alongados ou achatados em algumas 

extremidades. Podem ser subdivididos em: (a) diplococos, quando aparecem aos pares; (b) 

estreptococos, quando se dividem e permanecem ligados em forma de cadeia; (c) tétrades 

quando se dividem e permanecem em quartetos; (d) sarcinas, que se dividem em três 

planos e permanecem unidos em forma de cubo, com oito bactérias; (e) estafilococos, que 

se dividem em múltiplos planos e formam agrupamentos tipo cacho; e (f) enterococos, que 

se dividem por fissão binária para formarem cadeias de bactérias [26].  

Os enterococos são adaptados às áreas do corpo ricas em nutrientes, mas pobres em 

oxigênio, como o trato gastrintestinal, a vagina e a cavidade oral. Também são encontrados 

em grandes quantidades nas fezes humanas. Como são micro-organismos relativamente 

resistentes, eles persistem como contaminantes em ambientes hospitalares, mãos, jogos de 

cama e até nos gases fecais. Em décadas recentes, eles se tornaram a principal causa de 

infecções nosocomiais, especialmente por sua alta resistência à maioria dos antibióticos. 

Duas espécies, Enterococcus faecalis e Enterococcus faecium, são responsáveis pela 

maioria das infecções de feridas cirúrgicas e do trato urinário [26]. 

As bactérias do gênero estreptococos são divididas em beta-hemolíticas e não beta-

hemolíticas. Esta divisão é feita verificando o seu crescimento em meio ágar-sangue e as 

espécies beta-hemolíticas produzem uma hemolisina que forma um halo claro de hemólise 

no ágar-sangue [26]. 
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Os estafilococos são encontrados organizados em forma de cachos de uva. Dentre as 

bactérias deste gênero a mais importante é o Staphylococcus aureus, que ganha essa 

denominação pela pigmentação amarelada de suas colônias. Esta bactéria produz muitas 

toxinas que contribuem para sua patogenicidade, aumentando sua capacidade de invadir o 

corpo e danificar os tecidos. A infecção de feridas cirúrgicas por S. aureus é um problema 

comum em ambientes hospitalares devido a sua capacidade em desenvolver rapidamente 

resistência a antibióticos como a penicilina [26].  

Devido a menor capacidade de divisão dos bacilos quando comparados com os cocos 

a sua classificação é menor, dividindo-se basicamente em diplobacilos, estreptobacilos e 

cocobacilos. O exemplar mais conhecido é a Escherichia coli, que possui forma de bacilo e 

é encontrada normalmente no intestino grosso dos vertebrados. Sua presença é benéfica, 

pois ajuda na produção de certas vitaminas e participa da digestão de alguns alimentos que 

sem ela não seriam digeridos. Contudo, uma espécie chamada E. coli O157:H7 é causadora 

de diarreia sanguinolenta quando cresce no intestino [26]. 

 

 

2.2. IMAGENS DIGITAIS 

 

Uma imagem digital é formada por uma matriz (m × n) de linhas e colunas, 

respectivamente, que possui um número de estruturas em cada ponto da matriz chamada de 

pixels. O pixel, cujo nome é derivado da aglutinação das palavras inglesas Picture e 

Element, é o menor elemento de uma imagem do qual pode ser retirado uma série de 

informações. A distribuição estatística dos pixels como uma função do componente de cor 

gravado compõe o histograma de cor para uma dada imagem digital. A quantidade de 

linhas e colunas define a resolução espacial da imagem digital. A medida que o tamanho da 
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matriz aumenta sua resolução também aumentará e, em contra partida, o tamanho de cada 

pixel será diminuído. [27] 

A profundidade de uma imagem corresponde à quantidade de memória do 

computador associada a cada pixel. A forma de armazenagem utilizada pelos 

computadores é em forma de códigos binários denominados “bits”, onde cada um deles 

pode ser desligado ou ligado e então são atribuídos valores de 1 ou 0. A quantidade de bits 

associadas à matriz da imagem digital, indica a quantidade de informação máxima que 

pode ser armazenada em cada pixel. Em imagens binárias (preto e branco), a quantidade de 

bits define quantos tons de cinza são apresentados. Uma imagem de 10 bits contém 1.024 

tons de cinza, enquanto que uma imagem com 12 bits contém 4.096 tons de cinza [27]. 

Uma imagem em preto e branco ou em tons de cinza é considerada como sendo de 

um único canal, diferentemente das imagens coloridas que podem possuir mais que um e, 

em uma combinação de canais, fornecem uma grande variedade de cores. Por exemplo, 

uma imagem RGB contém três canais. Cada canal terá uma tonalidade de cada uma das 

cores, assim uma imagem RGB necessitaria de três vezes mais a quantidade de memória 

do computador do que a imagem armazenada em escala de cinza. Uma imagem padrão 

RGB é de 24 bits, sendo 8 bits para cada canal. A imagem é constituída pelos canais de três 

cores, cada cor tendo tonalidades de brilho entre 0 e 255 (Figura 1), se a imagem RGB é 

de 48 bits, cada um dos três canais tem uma escala de cor de 16 bits [27]. 
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 Figura 1. Modelo de cores RGB. 

 

 

O sistema óptico do olho humano é capaz de distinguir centenas de milhares de tons 

e intensidades de cores diferentes, mais apenas cerca de 100 tons de cinza. Portanto, em 

uma imagem uma grande quantidade extra de informação pode estar contida na cor e esta 

informação adicional pode então ser usada para simplificar a análise da imagem, por 

exemplo, identificação de objetos e extração com base na cor. Três quantidades 

independentes são utilizadas para descrever qualquer cor particular, formando o sistema 

HSB (Figura 2). O matiz é determinado pelo comprimento de onda dominante. A 

saturação é determinada pela pureza da excitação e depende da quantidade de luz branca 

misturada com o matiz. O matiz puro é totalmente saturado, ou seja, nenhuma luz branca 

está misturada. Matiz e saturação em conjunto determinam a cromaticidade de uma 

determinada cor. Finalmente, intensidade é determinada pela quantidade de luz 

correspondendo às cores mais intensas [28]. 

Luz acromática não tem cor – seu único atributo é a quantidade ou intensidade. A 

escala de cinza é uma medida de intensidade. A intensidade é determinada pela energia e é, 
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por conseguinte, uma grandeza física. Por outro lado, o brilho (ou luminosidade) é 

determinado pela percepção da cor e é, portanto, psicológico. Dados azul e verde 

igualmente intensos, o azul é percebido como sendo mais escuro que o verde [29]. 

 

 

Figura 2 Sistema de cor HSB. Adaptado de http://dba.med.sc.edu/price/irf/Adobe_tg/models/hsb.html 

 

 

A cor depende principalmente das propriedades de reflectância de um objeto. Vemos 

os raios de luz que são refletidos, enquanto outros são absorvidos. No entanto, também é 

preciso considerar a cor da fonte luminosa e a natureza do sistema visual humano. Por 

exemplo, um objeto que reflete vermelho e verde aparecerá verde quando nenhuma luz 

vermelha o iluminar e, inversamente, ele vai aparecer vermelho na ausência de luz verde. 

Em uma luz branca pura, ele aparecerá amarelo (vermelho + verde) [29]. 

 

http://dba.med.sc.edu/price/irf/Adobe_tg/models/hsb.html


10 

 

 

2.3. QUIMIOMETRIA 

 

A Quimiometria é uma área da Química Analítica que faz uso de ferramentas 

matemáticas e estatísticas para a resolução e análise de problemas químicos para dados 

multivariados. Os dados multivariados são dispostos na forma de matriz e são organizados 

em linhas (amostras) e colunas (variáveis) (Figura 3).  

 

 

 
 Figura 3 representação da matriz de dados 

 

 

A Quimiometria é dividida basicamente em três grandes áreas: reconhecimento de 

padrões [25], calibração multivariada [30], planejamento e otimização de experimentos 

[31]. Além disso, devido à complexidade dos dados faz-se necessária a aplicação de 

técnicas de pré-processamento de dados, dentre as quais se destacam as técnicas de seleção 

de variáveis e amostras [25,32]. Uma vez que neste trabalho foram empregadas apenas as 

técnicas de reconhecimentos de padrões, as diferentes abordagens selecionadas são 

descritas a seguir. Vale ressaltar que as técnicas de reconhecimento de padrões 

supervisionadas utilizam a informação sobre a associação de classe das amostras para um 
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determinado grupo (classe ou categoria) de modo a classificar novas amostras 

desconhecidas em uma das classes conhecidas [33]. 

 

2.3.1. Modelagem SIMCA 

 

A Modelagem SIMCA, é um método de reconhecimento de padrões supervisionado 

para classificação de amostras, utilizando a transformação de variáveis originais em 

variáveis latentes através da PCA. Para isto, um modelo PCA é construído para cada uma 

das classes de amostras; assim, a delimitação das fronteiras das classes é definida pelas 

PCs de cada modelo PCA e, posteriormente, uma amostra desconhecida é classificada em 

uma das classes, quando esta se encontra dentro das fronteiras de um dos modelos. Para a 

construção dos modelos delimitantes são utilizadas as amostras do conjunto de treinamento 

que contém amostras de todas as classes em estudo, sabendo a qual pertence cada uma 

destas amostras. 

Na Figura 4 encontra-se a representação gráfica da modelagem SIMCA para duas 

classes onde os cubos em amarelo e azul representam os modelos das classes A e B, 

respectivamente, onde as delimitações multidimensionais para a classe A são definidas 

pelas PCs 1A, 2A, e 3A, enquanto que as PCs 1B, 2B e 3B delimitam as fronteiras para a 

classe B. 
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 Figura 4 Representação da disposição espacial da modelagem SIMCA. 

 

 

A classificação de uma amostra desconhecida D em uma classe é feita a partir do 

cálculo da distância desta amostra para a fronteira da classe mais próxima, segundo um 

grau de confiança de classificação, associando-a em uma das classes ou em nenhuma, 

como representado pela Figura 5. 

 

 

 

 Figura 5 Representação da classificação de uma amostra desconhecida D. 
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A classificação de uma amostra é feita quando esta apresenta variância dentro de um 

valor crítico em função de “a”, que é a distância entre a fronteira da classe e a amostra D a 

ser classificada. Esta distância pode ser estimada a partir da Equação 1. 

 

    (1) 

 

Onde “a” corresponde a distância entre a amostra D e a fronteira da classe, “b” 

corresponde a distância entre a fronteira da classe e a projeção da amostra D na PC xA e 

“c” corresponde ao resíduo da PC xA. 

Após calcular-se o valor de “a”, aplica-se o teste F dividindo-o pela variância da 

classe para a obtenção de um valor Fcal. Depois, escolhe-se empiricamente um Fcrit a partir 

de uma tabela de teste F. Se Fcal for menor que Fcrit, a amostra D é classificada como 

pertencente à classe em estudo [28, 34, 35]. 

 

2.3.2.  Modelagem LDA 

 

A modelagem LDA, baseia-se na determinação de funções discriminantes lineares, 

que maximizam a razão da variância interclasse e minimiza a razão da variância 

intraclasse. Uma grande limitação matemática da técnica LDA é a restrição do número de 

variáveis a ser estudada, que nunca poderá ser maior que o número de amostras. 

 

2.3.2.1.  PCA - LDA  

 

Para contornar a limitação da LDA várias estratégias são utilizadas para a redução do 

número de variáveis, que, na maioria dos problemas em Quimiometria, devido ao avanço 

das técnicas instrumentais, são de ordem cada vez maior, atingindo facilmente milhares de 
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variáveis. A técnica de Análise de Componentes Principais reduz o número de variáveis 

decompondo-as em outras variáveis chamadas de variáveis latentes e, no caso da PCA, 

estas variáveis ganham o nome de PC, que são obtidas traçando-se vetores na direção de 

maior variância entre as variáveis originais como apresentado na Figura 6a.  

 

 

 Figura 6. Decomposição das variáveis originais em componentes principais (PCs). 

 

 

A segunda PC é traçada ortogonalmente à primeira, de modo a não conter na segunda 

PC nenhuma informação explicada pela anterior, e a PC subsequente sempre será traçada 

dentro do resíduo deixado pela antecendente. Estas PCs passam então a ser as novas 

variáveis (Figura 6b) e são usadas como dados de entrada para a classificação por LDA 

[36]. 
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2.3.2.2. APS - LDA 

 

O Algoritmo SPA, é uma técnica de seleção de variáveis que foi proposta 

inicialmente associada à Regressão Linear Múltipla para a calibração multivariada 

utilizando dados espectroscópicos e posteriormente adaptada para fins de classificação. O 

SPA é uma técnica do tipo forward com a restrição de que a variável incorporada em cada 

interação deve ser a menos colinear possível com as variáveis previamente selecionadas. 

As cadeias de variáveis são então sequencialmente avaliadas com base em uma função de 

custo; no caso de LDA é utilizada a função de custo G que indica o risco médio G de 

classificação incorreta pela LDA [25].  

2.3.3.  Modelagem PLS-DA 

 

A modelagem PLS-DA baseia-se no algoritmo PLS2 combinado com a análise 

discriminante, que procura variáveis latentes com um máximo de covariância com as 

variáveis de categoria (Y). O novo objeto é então designado para a classe com o valor 

máximo do vetor Y ou, alternativamente, um limiar entre zero e um é determinado para 

cada classe [37]. 
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3. MATERIAIS E MÉTODOS 

 

3.1. Amostras 

 

Cepas padrão ATCC dos gêneros Escherichia, Enterococus, Streptococcus e 

Staphylococcus disponibilizadas pela Fundação Oswaldo Cruz foram utilizadas neste 

estudo. As bactérias selecionadas foram Escherichia coli (14 amostras), Enterococus 

faecalis (15 amostras), Streptococcus salivarius (13 amostras), Streptococcus oralis (13 

amostras) e Staphylococcus aureus (12 amostras). 

O inóculo bacteriano foi padronizado seguindo as recomendações da Farmacopeia 

Brasileira [38], que se baseia na metodologia da Clinical and Laboratory Standards [39]. 

Em primeiro lugar, as amostras de bactérias foram preparados em ágar infusão de cérebro e 

coração (BHI), até alcançar 85% de transmitância em 630 nm num espectrofotômetro UV-

Vis Biospectro, modelo SP22, a fim de se obter uma preparação bacteriana com 

concentração final de 106 UFC ml-1. A seguir, 1mL desta suspensão foi diluída com 9 mL 

de uma solução salina de NaCl a 0,9% m v-1. A camada base foi então produzida pela 

adição de 20 mL de um meio ágar sangue nutritivo em uma placa Petri. Após o 

endurecimento do ágar sangue, cinco mililitros do inóculo foram padronizados e 

adicionados sobre a camada base, esperando o seu re-endurecimento. As placas foram 

então incubadas a 37°C durante 24 horas. Esta metodologia está sumarizada na Figura 7. 
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Figura 7. Resumo gráfico da metodologia empregada na preparação das cepas bacterianas. 

 

 

3.2. Instrumentação 

 

Na Figura 8 é representado o aparato construído para aquisição de imagens das 

culturas de bactérias. Uma caixa com dimensões de tamanho 30 cm × 22 cm × 23 cm foi 

construída e revestida internamente com papel branco de escritório a fim de evitar 

interferências externas de luz e reflexão da luz dentro da caixa, assegurando a 

uniformidade para a captura das imagens [24]. Uma webcam, modelo Microsoft Lifecam 

Cinema, com 7.1 megapixels, foi fixada na parte central superior, posicionada no centro de 

uma lâmpada fluorescente circular de 8 watts para homogeneizar a iluminação interna, de 

modo a capturar imagens da amostra na posição vertical. A distância entre a câmara e o 

suporte da amostra foi de 15 cm e entre a iluminação e o suporte da amostra foi de 25 cm. 
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Figura 8. Aparato construído para captura de imagens das culturas bacterianas. (a) Computador, (b) 

lâmpada fluorescente, (c) webcam, (d) suporte de medida (e) compartimento da amostra. 

 

 

3.3. Aquisição dos histogramas 

 

Um total de 335 imagens (5 para cada amostra de bactéria) foram obtidas. A seguir, 

uma região que corresponde a 40% de cada imagem capturada foi selecionada e, em 

seguida, decomposto em histogramas de cor (RGB, HSI e intensidade de escala de cinza) 

usando o software Matlab 2010a. Histogramas médios para as 5 repetições de cada amostra 

de bactéria foram calculados. 

 

3.4. Análise de dados 

 

Os histogramas obtidos foram utilizados para a construção dos modelos de 

classificação multivariada por SIMCA, PCA-LDA, PLS-DA e SPA-LDA. As amostras 

foram divididas em conjuntos de treinamento (75%) e teste (25%) definidos através da 

aplicação do algoritmo de amostragem uniforme KS [32]. Diferentes técnicas de 

reconhecimento de padrões não supervisionada (PCA) e supervisionadas (SIMCA, PLS-
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DA, PCA-LDA e SPA-LDA) foram avaliadas. A etapa de validação para todos os 

algoritmos foi realizada por meio de validação cruzada completa e as amostras de teste 

foram utilizadas apenas para a avaliação final dos dados e comparação de modelos de 

classificação [25].  

Os algoritmos KS e SPA-LDA foram rodados no software Matlab® 2009b 

(Mathworks Inc.). As outras abordagens quimiométricas foram realizadas com a 

ferramenta para classificação Classification toolbox para Matlab® (versão 2.0), publicada 

pelo grupo de pesquisa Milano Chemometrics e QSAR [37], que pode ser encontrada no 

seguinte site: http://michem.disat.unimib.it/chm/. 
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4. RESULTADOS E DISCUSSÃO  

 

Uma vez que o estado de crescimento das bactérias e a natureza das soluções 

nutriente foram mantidos sob as mesmas condições, os resultados dependem apenas da 

distribuição estatística dos pixels (histogramas de cor) como uma função da componente de 

cor em uma imagem digital. 

Na Figura 9a são mostrados os histogramas médios das cinco classes de bactérias. 

Cada componente de cor dos modelos é composto de 256 tons, que são utilizados como 

informação analítica. A fim de verificar a influência relativa de cada cor foram 

selecionados seis diferentes modelos de cores empregando (a) escala de cinza, (b) RGB, 

(c) HSI, (d) escala de Cinza + RGB, (e) escala de cinza + HSI e (f) escala de cinza + RGB 

+ HSI. Assim, a natureza multivariada complexa dos dados requer uma avaliação 

estatística usando técnicas de reconhecimento de padrões. Como os histogramas possuem 

variáveis com o valor zero, elas são removidas antes do tratamento quimiométrico, como 

pode ser visto na Figura 9b. 

 

 
Figura 9. Histogramas médios das cinco classes de bactérias: (a) histograma completo e (b) 

histogramas após o tratamento quimiométrico. 
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4.1. Classificação 

 

A construção dos modelos de classificação multivariada foi realizada utilizando um 

conjunto de treinamento (75% das amostras estudadas) selecionado pelo algoritmo KS e, 

em seguida, cada modelo foi validado usando a técnica de validação cruzada completa. Um 

conjunto de teste (25% das amostras estudadas) foi então usado apenas para a avaliação 

final dos dados e comparação entre os modelos de classificação. No Apêndice 1 é 

apresentada a matriz de confusão contendo as atribuições das amostras do conjunto de teste 

para as cinco classes de bactérias estudadas usando SIMCA, PCA-LDA, PLS-DA e SPA-

LDA. O desempenho dos modelos foi avaliado por meio de exatidão, que é definida como 

a proporção de amostras designadas corretamente no conjunto de teste dentro de suas 

classes respectivas. A Tabela 1 apresenta o resumo da exatidão da classificação das 

amostras dos conjuntos de treinamento e teste para as cinco classes de bactérias estudadas 

usando SIMCA, PCA-LDA, PLS-DA e SPA-LDA. 

 

 

Tabela 1. Resumo da exatidão da classificação das amostras dos conjuntos de treinamento e teste para 

as cinco classes de bactérias estudadas usando SIMCA, PCA-LDA, PLS-DA e SPA-LDA. 

 Exatidão de Classificação (%) 

 SIMCA PCA-LDA PLS-DA SPA-LDA 

Modelo de Cor VC Teste VC Teste VC Teste VC Teste 

Cinza 44 76 64 76 66 70 92 65 

RGB 56 82 74 88 74 94 94 100 

HSI 70 94 76 88 78 82 96 82 

Cinza+RGB 62 88 72 88 72 94 86 88 

Cinza+HSI 64 88 78 94 78 94 100 88 

Cinza+RGB+HSI 62 82 76 94 76 94 84 88 
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4.2. SIMCA  

 

O melhor resultado obtido por SIMCA utilizou o modelo de cor HSI, que alcançou 70 

e 94% de exatidão da classificação para os conjuntos de treinamento e teste, 

respectivamente. Para alcançar este resultado, o número ideal de componentes principais 

utilizados para cada classe foi: 1 PC por Escherichia coli, 3 PC para Enterococcus faecalis, 

1 PC para Streptococcus salivarius, 2 PCs para Streptococcus oralis e 1 PC para 

Staphylococcus aureus. 

 

4.3. PCA-LDA 

 

O melhor resultado obtido por PCA-LDA foi atingido usando a combinação escala de 

cinza e HSI, chegando a 78 e 94% de exatidão de classificação para os conjuntos de 

treinamento e teste, respectivamente. 

 

4.4. PLS-DA 

 

Como em PCA-LDA, os melhores resultados PLS-DA foram obtidos utilizando a 

combinação escala de cinza + HSI, alcançando 78 e 94% de precisão de classificação nos 

conjuntos de treinamento e teste, respectivamente. 

 

4.5. SPA-LDA 

 

O melhor resultado SPA-LDA foi obtido utilizando RGB, que chegou a 94 e 100% de 

exatidão da classificação para os conjuntos de treinamento e teste, respectivamente. Na 

Figura 10 é apresentado o histograma médio das amostras de bactérias estudadas, com as 

variáveis selecionadas por SPA. 
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Figura 10. Histograma RGB médio das amostras de bactérias estudadas com as variáveis selecionadas 

por SPA. 

 

 

Para ilustração, a Figura 11 mostra a discriminação das amostras de bactérias usando 

o modelo RGB e as 16 variáveis selecionadas por SPA nas duas primeiras funções 

discriminantes (DFs) de Fisher.  

 

 

Figura 11. Funções discriminantes dos cinco tipos de bactérias utilizando o modelo de cor RGB e as 

variáveis selecionadas por SPA.
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5. CONCLUSÃO 

 

Este trabalho demonstra o uso de informações analíticas extraídas de histogramas de 

cor gerados a partir de imagens digitais e técnicas de reconhecimento de padrões 

supervisionadas para a classificação de cinco diferentes tipos de bactéria. Para este efeito, 

foram selecionados diferentes modelos de cor e suas combinações (escala de cinza, RGB, 

HSI, escala de cinza + RGB, escala cinza e escala cinza + RGB + HSI) e classificadores 

multivariados (SIMCA, PCA-LDA, PLS-DA e SPA-LDA).  

O melhor resultado de classificação foi obtido usando RGB e SPA-LDA, que chegou 

a 94 e 100% de exatidão da classificação para os conjuntos de treinamento e teste, 

respectivamente. Este resultado é extremamente positivo do ponto de vista de análises 

microbiológicas e clínicas de rotina, porque evita a identificação de bactérias com base na 

identificação fenotípica do organismo causador usando coloração de Gram, a cultura das 

cepas e os testes bioquímicos. Portanto, o método proposto apresenta vantagens inerentes, 

promovendo uma alternativa mais simples, rápida e de baixo custo para a identificação de 

bactérias. Contudo, para garantir a generalização da metodologia proposta, deve ser 

incrementado um maior número de amostras de bactérias em estudos futuros. 
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Apêndice 1 Atribuição das amostras de conjunto de teste para as cinco classes de bactérias estudadas usando SIMCA, 

PCA-LDA, PLS-DA, e SPA-LDA 

 

 

 SIMCA  PCA-LDA  PLS-DA  SPA-LDA 

 EC EF SS SO SA  EC EF SS SO SA  EC EF SS SO SA  EC EF SS SO SA 

Cinza                     

EC 4 0 0 0 0  4 0 0 2 0 
 

4 0 0 0 0 
 

4 0 0 1 0 

EF 0 2 0 0 0  0 2 1 0 0 
 

0 2 0 3 0 
 

1 1 1 2 1 

SS 0 0 2 0 0  0 0 2 0 1 
 

0 0 2 0 0 
 

0 0 2 0 0 

SO 0 1 0 2 0  0 0 0 2 0 
 

0 1 0 2 0 
 

0 1 0 1 1 

SA 0 0 0 0 3  0 0 0 0 3 
 

0 0 0 1 2 
 

0 0 0 0 3 

RGB 

EC 2 1 0 1 0  4 0 0 2 0  4 0 0 0 0  4 0 0 0 0 

EF 0 5 0 0 0  0 3 0 0 2  0 4 0 0 1  0 5 0 0 0 

SS 0 0 2 0 0  0 0 2 0 0  0 0 2 0 0  0 0 2 0 0 

SO 0 1 0 2 0  0 0 0 3 0  0 0 0 3 0  0 0 0 3 0 

SA 0 2 0 1 2  0 0 0 0 3  0 0 0 0 3  0 0 0 0 3 

HSI 

EC 3 0 0 0 1  4 0 0 2 0 
 

4 0 0 0 0 
 

4 0 0 1 0 

EF 0 5 0 0 0  0 3 0 0 2 
 

0 3 0 0 2 
 

0 3 0 0 2 

SS 0 0 2 0 0  0 0 2 0 0 
 

0 0 2 0 0 
 

0 0 2 0 0 

SO 0 0 0 3 0  0 0 0 3 0 
 

0 0 0 3 0 
 

0 0 0 3 0 

SA 0 0 0 0 3  0 0 0 0 3 
 

1 0 0 0 2 
 

1 0 0 0 2 
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Cinza+RGB 

EC 3 0 0 0 1  4 0 0 0 0  4 0 0 0 0  4 0 0 0 0 

EF 0 5 0 0 0  0 4 0 0 1  0 4 0 0 1  0 4 1 0 0 

SS 0 0 2 0 0  0 0 2 0 0  0 0 2 0 0  0 0 2 0 0 

SO 0 1 0 2 0  0 1 0 2 0  0 0 0 3 0  0 1 0 2 0 

SA 0 0 0 0 3  0 0 0 0 3  0 0 0 0 3  0 2 0 0 3 

Cinza+HSI 

EC 3 0 0 0 1  4 0 0 0 0 
 

4 0 0 0 0 
 

4 0 0 0 0 

EF 0 5 0 0 0  0 4 0 0 0 
 

0 5 0 0 0 
 

0 4 1 0 1 

SS 0 0 2 0 0  0 0 2 0 1 
 

0 0 2 0 0 
 

0 0 2 0 0 

SO 0 1 0 2 0  0 0 0 3 0 
 

0 0 0 3 0 
 

0 0 0 3 0 

SA 0 0 0 0 3  0 0 0 0 3 
 

1 0 0 0 2 
 

1 0 0 0 2 

Cinza+RGB+HSI 

EC 3 0 0 2 0  4 0 0 0 0  4 0 0 0 0  4 0 0 0 0 

EF 0 5 0 0 0  0 4 0 0 1  0 4 0 1 0  0 5 0 0 0 

SS 0 0 2 0 0  0 0 2 0 0  0 0 2 0 0  0 0 2 0 0 

SO 0 1 0 2 0  0 0 0 3 0  0 0 0 3 0  0 0 0 3 0 

SA 0 0 0 1 2  0 0 0 0 3  0 0 0 0 3  1 2 1 0 1 

EC: Escherichia coli; EF: Enterococcus faecalis; ES: Streptococcus salivarius; SO, Streptococcus oralis; SA: Staphylococcus aureus.
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Anexo 1: Artigo referente ao trabalho de conclusão de curso publicado na revista 

internacional ABC Springer Qualis capes 2014 A2. 
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Abstract In this work, a new approach is proposed to verify
the differentiating characteristics of five bacteria (Escherichia
coli, Enterococcus faecalis, Streptococcus salivarius,
Streptococcus oralis, and Staphylococcus aureus) by using
digital images obtained with a simple webcam and variable
selection by the Successive Projections Algorithm associated
with Linear Discriminant Analysis (SPA-LDA). In this sense,
color histograms in the red–green–blue (RGB), hue-
saturation-value (HSV), and grayscale channels and their
combinations were used as input data, and statistically evalu-
ated by using different multivariate classifiers (Soft
Independent Modeling by Class Analogy (SIMCA),
Principal Component Analysis-Linear Discriminant Analysis
(PCA-LDA), Partial Least Squares Discriminant Analysis
(PLS-DA) and Successive Projections Algorithm-Linear
Discriminant Analysis (SPA-LDA)). The bacteria strains were
cultivated in a nutritive blood agar base layer for 24 h by
following the Brazilian Pharmacopoeia, maintaining the status
of cell growth and the nature of nutrient solutions under the
same conditions. The best result in classification was obtained
by using RGB and SPA-LDA, which reached 94 and 100% of
classification accuracy in the training and test sets, respective-
ly. This result is extremely positive from the viewpoint of
routine clinical analyses, because it avoids bacterial identifi-
cation based on phenotypic identification of the causative

organism using Gram staining, culture, and biochemical
proofs. Therefore, the proposed method presents inherent
advantages, promoting a simpler, faster, and low-cost alterna-
tive for bacterial identification.

Keywords Bacteria . Digital images . Classification . Linear
discriminant analysis . Successive projections algorithm

Introduction

Infectious diseases caused by pathogenic bacteria are one of
the factor most responsible for human and animal mortality
around the world [1, 2]. The rapid diagnosis of these diseases
with their respective precursors is a primordial step for the
immediate initiation of proper treatment, increasing their effec-
tiveness especially in patients with weakened immune sys-
tems [3]. The traditional methodologies used in the laborato-
ries of clinical microbiology for bacteria identification are
based on the phenotypic characteristics, biochemical, and
metabolic properties of the microorganism [4]. In this sense,
the formation of patterns in the growth of bacterial colonies in
culture media, the morphology of the colonies, the Gram
coloring, and some biochemical proofs are evaluated.
However, these methodologies require comprehensive
knowledge about the individual characteristics of each species
of microorganism, besides being very laborious and slow,
requiring more than 48 h for expert appraisal. Moreover, some
strains exhibit unique biochemical characteristics that do not
fit into patterns that have been used as a characteristic of any
known genus and species [5, 6].

In order to circumvent the inconveniences described be-
fore, some methodologies for identification and classification
of bacteria have been reported in the literature. They include
gas chromatography [7, 8], capillary electrophoresis [9], mass
spectroscopy [6, 10], Raman spectroscopy [11], infrared
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spectroscopy [12–14], fluorescence [15, 16], and nuclear
magnetic resonance [17]. Despite the ability of these instru-
mental analytical techniques to obtain reliable and accurate
results in the identification and classification of microorgan-
isms, the use of digital images presents some advantages,
since it has low-cost equipment, avoids the manipulation of
the Petri plate where microorganisms are grown, and does not
require the knowledge of a skillful microbiologist. In this
sense, some works concerning image analysis have been
proposed in the literature [18–21].

Dubuisson et al. [18] developed an approach using segmen-
tation of digital images for classification of Methanospirillum
hungatei andMethanosarcina mazei based on their shapes. The
M. hungatei culture were always correctly identified, mean-
while the results for M. mazei culture were not as accurate.

Kumar and Mittal [19] obtained geometrical and optical
parameters using fluorescence microscopy and image analysis
for identification of five microorganisms. The images of
Bacillus thuringiensis, Escherichia coli K12, Lactobacillus
brevis, Listeria innocua, and Staphylococcus epidermidis
stained with two fluorescent dyes were captured using a
CCD (charge-coupled device) camera attached to a light mi-
croscope. Fluorescence emission (gray-level intensity) from
B. thuringiensis was the highest compared to other microbes,
and the emission from L. brevis was the lowest. Mean 10
percentile values of image histograms of L. innocua and
S. epidermidis were significantly different from that of
L. brevis. Using 99 percentile values, B. thuringiensis can be
differentiated from the remaining microbes, and E. coli can
also be differentiated from L. brevis and S. epidermidis.

Huff et al. [20] used a light-scattering sensor for real-time
identification of Vibrio parahaemolyticus, Vibrio vulnificus,
and Vibrio cholerae colonies on solid agar plate. The colonies
were illuminated by a 635 nm laser beam and scatter-image
signatures were acquired using a CCD camera. A pattern
recognition system provided a classification accuracy of
99 %. The proposed methodology successfully detected
V. cholerae, V. parahaemolyticus, and V. vulnificus in oyster
or water samples in 18 h even in the presence of other vibrios
or other bacteria.

Suchwalko et al. [21] identified bacteria species (Salmonella
enteritidis, Staphylococcus aureus, Staphylococcus intermedius,
E. coli, Proteus mirabilis, Pseudomonas aeruginosa, and
Citrobacter freundii) based on their colonies’ Fresnel diffraction
patterns recorded in an optical system with converging spherical
wave illumination. The proposed method used image processing
and statistical analysis based on feature extraction, feature selec-
tion, and classification methods, reaching 98 % identification
accuracy in 36 h from sample acquiring.

All approaches mentioned before uses geometrical param-
eters and/or feature extraction from the images of the bacteria.
On the other hand, color histograms describe the statistical
distribution of the pixels in a digital image as a function of the

recorded color component, and not a feature or a physical-
chemical behavior directly [22]. Color histograms have been
successfully used as input data for classification of teas [22],
honeys [23], and edible vegetable oils [24].

In this work is proposed a new approach to verify the differ-
entiating characteristics of five bacteria (E. coli, Enterococcus
faecalis, Streptococcus salivarius, Streptococcus oralis, and
S. aureus) by using digital images obtained with a simple web-
cam and variable selection by the Successive Projections
Algorithm associated with Linear Discriminant Analysis (SPA-
LDA) [25]. In this sense, color histograms in the red–green–blue
(RGB), hue-saturation-value (HSV), and grayscale channels
were used as input data, and statistically evaluated by using
supervised pattern recognition techniques such as Soft
Independent Modeling by Class Analogy (SIMCA), Principal
Component Analysis-Linear Discriminant Analysis (PCA-
LDA), Partial Least Squares Discriminant Analysis (PLS-DA),
and Successive Projections Algorithm associated with Linear
Discriminant Analysis (SPA-LDA).

Materials and methods

Samples

American Type Culture Collection (ATCC) standard strains of
five differing types of freeze-dried bacteria were released by
the Oswaldo Cruz Foundation, Brazil. For this study, E. coli
(14 samples), E. faecalis (15 samples), S. salivarius (13 sam-
ples), S. oralis (13 samples), and S. aureus (12 samples) were
selected.

The bacterial inoculum was standardized by following
the Brazilian Pharmacopoeia [26], which is based on the
methodology of the Clinical and Laboratory Standards
Institute [27]. Firstly, the bacterial samples were prepared
with brain heart infusion (BHI) broth until 85 % transmit-
tance at 630 nm in a UV–Vis spectrophotometer
Biospectro, model SP22 is achieved, in order to obtain a
bacterial preparation with a final concentration of
106 CFU (colony forming unit) mL−1. Then, 1 mL of this
suspension was diluted with 9 mL in a saline solution of
NaCl 0.9 % m v−1. A base layer was then produced by
addition of 20 mL of a nutritive blood agar over the Petri
plate. After the hardening of the blood agar, 5 mL of the
standardized inoculum was added over the base layer,
waiting its re-hardening. The plates were then incubated
at 37 °C for 24 h. This methodology is summarized in
Fig. 1.

Instrumentation

Figure 2 shows the apparatus built for image acquisition of the
bacteria cultures. A box with dimensions sized 30 cm×
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22 cm×23 cm was built and internally covered with white
office paper in order to avoid external light interferences and
light reflection into the box, ensuring the uniformity to the
captured images [24]. AWebcam, Microsoft®model Lifecam
Cinema, with 7.1 megapixels, was set above the sample
holder vertically. The distance between the camera and the
sample holder was 15 cm, and between the illumination and
the sample holder was 25 cm. The webcam was placed in the
center of a circular fluorescent lamp of 8W to homogenize the
internal illumination, as shown in Fig. 2.

Acquisition of the histograms

A total of 335 images (5 for each bacterium sample) were
obtained. Then, a region corresponding to 40 % of each
captured image was selected and then decomposed into color
histograms (RGB, HSV, and grayscale intensity) by using
Matlab 2010a software. Mean histograms from the five

replicates for each bacterium sample were calculated and were
then used as analytical information.

Data analysis

The obtained histograms were used for building the multivar-
iate classification models by SIMCA, PCA-LDA, PLS-DA,
and SPA-LDA. The samples were divided into training
(75 %), and test (25 %) sets by applying the Kennard-Stone
(KS) uniform sampling algorithm [28]. Differing unsuper-
vised (PCA) and supervised (SIMCA, PLS-DA, PCA-LDA,
and SPA-LDA) pattern recognition were evaluated. The vali-
dation step for all algorithms was performed using full cross-
validation. The test samples were only used for the final data
evaluation and comparison of the classification models [25].
The performance of the models was evaluated bymeans of the
accuracy, which is defined as the ratio of correctly assigned
samples in the test set into their respective classes.

Fig. 1 a Standardization of the bacterial inoculum and b preparation of bacteria cultures on a nutritive agar plate

Fig. 2 Apparatus built for image
capturing of the bacteria cultures.
(a) Notebook, (b) fluorescent
lamp, (c) webcam, (d) sample
holder, (e) box
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The KS and SPA-LDA algorithms were performed with
Matlab® 2009b (Mathworks Inc.) software. The other chemo-
metric approaches were performed by using the Classification
toolbox for Matlab® (version 2.0) released by Milano
Chemometrics and QSAR Research Group [29]. It is found
in the followingwebpage: http://michem.disat.unimib.it/chm/.

Results and discussion

Since the status of cell growth and the nature of nutrient
solutions were under the same conditions, the results de-
pend only on the statistical distribution of the pixels (color
histograms) as a function of the recorded color component
in a digital image. Figure 3a shows the mean histograms of
the five classes of bacteria. Each color component of the
grayscale, RGB, and HSV systems is composed of 256
tones, which are used as analytical information. In order to
check for each color’s relative influence, different color
systems and their combinations were selected: (a) gray-
scale, (b) RGB, (c) HSV, (d) grayscale+RGB, (e) gray-
scale+HSV, and (f) grayscale+RGB+HSV. Therefore, the
complex and multivariate nature of the data requires a
statistical evaluation by using supervised pattern recogni-
tion techniques. Since the histograms have variables with
zero value, they are removed before the chemometric treat-
ment, as can be seen in Fig. 3b.

Classification

Table 1 shows the assignation in the test set samples into the
five studied classes of bacteria using SIMCA, PCA-LDA,
PLS-DA, and SPA-LDA. Table 2 presents the summary of
the classification accuracy in the test set samples into the five
studied classes of bacteria using SIMCA, PCA-LDA, PLS-
DA, and SPA-LDA.

SIMCA

SIMCA is a class modeling technique, in which the final
classification model consists of a collection of PCA models,
one for each class. Then, a new object is assigned by compar-
ing the distances of the object from the class models. The best
SIMCA result was obtained by using HSV, reaching 70 and
94 % of classification accuracy in the training and test sets,
respectively. To achieve this result, the optimal number of
principal components used for each class was: 1 PC for
E. coli, 3 PC for E. faecalis, 1 PC for S. salivarius, 2 PCs
for S. oralis, and 1 PC for S. aureus.

PCA-LDA

The linear discriminant analysis is performed by maximizing
the between-class separability while minimizing their within-
class variability based on a distance calculation. Due to math-
ematical limitations, LDA models require a step of variable
reduction. This can be done by using the scores of PCA as
input data, because linear combinations of the original vari-
ables called principal components (PCs) are uncorrelated. The
best PCA-LDA result was attained by using grayscale+HSV,
reaching 78 and 94% of classification accuracy in the training
and test sets, respectively.

PLS-DA

PLS-DA is based on the PLS2 algorithm combined with
the discriminant analysis, which searches for latent vari-
ables with a maximum covariance with the categorical
variables (Y). The new object is then assigned to the class
with the maximum value in the Y vector or, alternatively, a
threshold between zero and one is determined for each
class. Like in PCA-LDA, the best PLS-DA result were
obtained by using grayscale+HSV, achieving 78 and

Fig. 3 Mean histograms of the five classes of bacteria: a full-histograms and b histograms used in the chemometric treatment
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Table 1 Assignation of the test set samples into the five studied bacteria classes using SIMCA, PCA-LDA, PLS-DA, and SPA-LDA

EC E. coli; EF E. faecalis; ES S. salivarius; SO S. oralis; SA S. aureus
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94 % of classification accuracy in the training and test
sets, respectively.

SPA-LDA

SPA is an iterative forward selection method that solves
collinearity problems by selecting variables whose informa-
tion content is minimally redundant. The chains of variables
are then sequentially evaluated based on a cost function; in the
case of LDA, the G cost function [25] is used. The best SPA-
LDA result was attained by using RGB, which reached 94 and
100 % of classification accuracy in the training and test sets,
respectively. Figure 4 shows the mean histogram of the stud-
ied bacterium samples with the selected variables by using
SPA. For illustration, Fig. 5 shows the discrimination of the
bacteria samples by using RGB in the first two Fisher’s
discriminant functions. It is worth to highlight that SPA-
LDA also achieved 100 % of classification accuracy in the
training set by using grayscale+HSV. Therefore, SPA-LDA

demonstrated to be the most suitable approach for the classi-
fication of bacteria samples into the five differing bacterium
classes: E. coli, E. faecalis, S. salivarius, S. oralis, and
S. aureus.

Conclusion

This paper demonstrates that the use of analytical information
extracted from digital images generated color histograms and
supervised pattern recognition techniques for classification of
five differing bacterium types. For this purpose, three color
systems (grayscale, RGB, and HSV) and their combinations
with differing multivariate classifiers (SIMCA, PCA-LDA,
PLS-DA, and SPA-LDA) were selected. The best result in
classification was obtained by using RGB and SPA-LDA,
which reached 94 and 100 % of classification accuracy in

Table 2 Summary of the classification accuracy in the test set samples into the five studied classes of bacteria using SIMCA, PCA-LDA, PLS-DA, and
SPA-LDA

Classification accuracy (%)

SIMCA PCA-LDA PLS-DA SPA-LDA

Color models CV Test CV Test CV Test CV Test

Gray 44 76 64 76 66 70 92 65

RGB 56 82 74 88 74 94 94 100

HSV 70 94 76 88 78 82 96 82

Grayscale+RGB 62 88 72 88 72 94 86 88

Grayscale+HSV 64 88 78 94 78 94 100 88

Grayscale+RGB+HSV 62 82 76 94 76 94 84 88

Fig. 4 Mean RGB histogram of the studied bacteria samples with the
wavelengths selected by using SPA

Fig. 5 Discrimination of the bacteria samples by using RGB in the first
tow Fisher’s discriminant functions

5994 V.E. de Almeida et al.



the training and test sets, respectively. This result is extremely
positive from the viewpoint of routine clinical analyses, be-
cause it avoids bacterial identification based on phenotypic
identification of the causative organism using Gram staining,
culture, and biochemical methods. Therefore, the proposed
method presents inherent advantages, promoting a simpler,
faster, and low-cost alternative for bacterial identification.
However, to guarantee any generalization of the proposed
methodology, a larger (more varied) testing of bacterium
samples using more types of bacteria must be implemented.
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