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0 USO DE PROCESSAMENTO DE LINGUAGEM NATURAL PARA
CLASSIFICACAO DE PRODUTOS NO CONTEXTO DE NOTAS FISCAIS
ELETRONICAS

THE USE OF NATURAL LANGUAGE PROCESSING FOR CLASSIFICATION OF
PRODUCTS IN THE CONTEXT OF ELECTRONIC INVOICES

Antonio Marinho de Aratjo Neto'
RESUMO

A criacdo da Nota Fiscal Eletronica (NF-e) facilitou tanto a prestacao de tributacdo quanto a
sua fiscalizagdo. As tributacbes sdo cobradas de maneira automatica, através de codigos
presentes na nota. Contudo, nem sempre esses cédigos conferem com a descricdo do produto,
seja por possiveis erros de digitacdo na ocasido do cadastro dos cédigos, ou por fraude fiscal.
Dada a quantidade de NF-e emitidas diariamente, é inviavel uma checagem unitaria. Assim, a
Secretaria de Estado da Fazenda da Paraiba (SEFAZ-PB), firmou uma parceria com a
Universidade Estadual da Paraiba (UEPB ) para a criacdo de um classificador que fizesse a
analise do campo de descricao dos produtos. No entanto, esse campo é de texto livre e nao
padronizado, sendo necessario o uso de técnicas de aprendizado de maquina em conjunto
com técnicas de Processamento de Linguagem Natural (PLN), tal como a vetorizacao das
palavras através de word embeddings. ApoOs os testes, a maior acurdcia foi de 97,47%,
resultado obtido através do uso de uma Rede Neural artificial com LSTM e usando word2vec
para a vetorizacao das palavras.

Palavras-chave: PLN. Aprendizado de maquina. Rede Neural Artificial. Word embeddings.
ABSTRACT

The creation of the Electronic Invoice (NF-e) facilitated both the provision of taxation and its
inspection. Taxation is charged automatically, through codes present in the invoice. However,
these codes do not always match a description of the product, whether due to typing errors
when registering the codes, or due to tax fraud. Given the amount of NF-e issued daily, a unit
check is not feasible. Thus, the State Secretariat of Finance of Paraiba (SEFAZ-PB), signed a
partnership with the State University of Paraiba (UEPB) to create a classifier that analyzes the
field of description of the products. However, this field is free text and not standardized,
requiring the use of machine learning techniques in conjunction with Natural Language
Processing (PLN) techniques, such as word vectorization through word embeddings. After the
tests, the highest accuracy was 97.47%, a general result of using an artificial neural network
with LSTM and using wor2vec for the vectorization of words.

Keywords: NLP. Machine learning.word embeddings. Artificial neural networks.

! Aluno de Computacgédo, UEPB, Campus I. E-mail: antonio.97man@gamil.com



1 INTRODUCAO

Desde a invencdo dos computadores eletronicos, na segunda metade do século XX,
diversas areas foram informatizadas. Na area fiscal ndo é diferente e um dos exemplos é a
criacdo da Nota Fiscal Eletronica(NF-e). Essa digitalizacao das notas ajudou na declaracdo e
na cobrancga desses impostos. Ela é feita através de codigos como o de Nomenclatura Comum
do Mercosul (NCM), codigo numérico para categorias de produtos, aceito em paises do
Mercosul. Entretanto, em alguns casos, as categorias sao mais amplas que as cobranca de
impostos.

Na NF-e existe, também, o campo para informar o GTIN (Global Trade Item Number
- traducdo livre Numero Global do Item Comercial), um c6digo numérico tunico para cada
produto, podendo ser encontrado embaixo dos codigos de barras, dele, porém, nao sendo
obrigatoria a declaragao.

No entanto, nem sempre esses codigos conferem com a descricdo do produto, o que
pode ser causado por diversos motivos, seja por um erro de digitacao na hora do cadastro dos
codigos ou, até mesmo, uma tentativa de fraude fiscal. Logo, fazer uma analise do campo de
descricao do produto pode contornar esse problema, uma vez que o campo destinado a
descricdo do produto é de texto livre e nao padronizado e o vendedor o preenche como
preferir, podendo haver diversas abreviagoes e siglas, além de eventuais erros de digitagao.

Tais problemas sao inerentes a linguagem natural pois, ao contrario dos nimeros, 0s
computadores, normalmente, possuem dificuldade para interpretar esse tipo de dado. Desse
modo, se faz necessario o uso de técnicas de processamento de linguagem natural (PLN), na
qual sdo desenvolvidos métodos e algoritmos com entrada e saida de textos em linguagem
natural humana (GOLDBERG, 2017).

Com isso, a Secretaria de Estado da Fazenda da Paraiba (SEFAZ-PB), em parceria
com a Universidade Estadual da Paraiba (UEPB), tém como objetivo desenvolver um
classificador com base na descricdo textual do produto. Para o desenvolvimento deste, foram
testadas redes neurais artificiais, uma técnica de aprendizado de maquina baseada no
funcionamento do cérebro (SCHMIDHUBER,2014). Contudo, essas técnicas nao conseguem
trabalhar com texto como entrada. Para isso, faz-se necessaria uma representacdo numérica
das palavras.

O presente artigo é organizado da seguinte maneira: na Secdo 2, encontra-se toda a
fundamentacdo teérica do trabalho, contendo a apresentacdo das técnicas utilizadas para a
solucdo da problematica; na Secdo 3, é apresentado a abordagem de desenvolvimento do
classificador, sendo mostrado o fluxo e as etapas de desenvolvimento do classificador; na
Secdo 4, sdo apresentados os resultados dos testes realizados e, por fim, na Secdo 6, sao
apresentados as conclusdes e os trabalhos futuros.
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2 FUNDAMENTACAO TEORICA

Nesta secdo serdo descritas as técnicas utilizadas para construir o classificador
proposto em nosso trabalho, bem como os conceitos de aprendizado de maquina e quais as
técnicas utilizadas para se trabalhar com texto.

2.1 Aprendizado de maquina

Campo dentro da inteligéncia artificial, o aprendizado de maquina compreende um
ambito no qual os algoritmos ndo sdo explicitamente programados para realizar uma tarefa,
utilizando dados para aprender a realiza-la (LIU et al., 2017). A abordagem desse aprendizado
varia de acordo com a técnica empregada, podendo ser agrupadas como supervisionadas e ndo
supervisionadas.

e O aprendizado de maquina supervisionado consiste em algoritmos que necessitam de
um conjunto de dados que possuam entradas e saidas marcadas, ajustando valores de
condicionais ou variaveis para conseguir achar valores que obtenham o melhor
resultado no geral. Esse tipo de aprendizado de maquina resolve problemas que se
enquadram em classificacdo ou regressdao. Exemplos de algoritmos desse tipo sdo:
arvore de decisdo, regressao logistica, regressao linear, entre outros.

e O aprendizado de maquina nao-supervisionado, ao contrario do anterior, ndo precisa
das saidas pois, neste caso, as técnicas procuram encontrar um padrdo nos dados.
Portanto, essa técnica é bastante usada para agrupamento de dados, sendo também
utilizada para reduzir a dimensionalidade, tendo como exemplo k-means, t-SNE, PCA,
mapas auto-organizados, entre outros.

Como ja citado anteriormente, existem diversos algoritmos de aprendizado de
maquinas. Porém, nas ultimas décadas, com o crescimento de dados nao estruturados, como
audios, imagens e textos, as técnicas de redes neurais obtiveram resultados melhores (LIU et
al., 2017). Uma vez que esse trabalho tem como objetivo classificar textos de descri¢des de
NF-e, serdo utilizadas redes neurais para alcancar esse fim.

2.1.1 Rede Neural Artificial

As Redes neurais artificiais sdo algoritmos inspirados no funcionamento do cérebro,
tendo como base os neurdnios, conforme representado na Figura 1, onde vemos as entradas
(input) e onde cada entrada pode ser multiplicada por um numero(l (denominados de peso)
que sdo ajustados durante o aprendizado da rede. Em seguida, os valores resultantes dessa
multiplicacdo sdo somados, formando os valores de entrada de uma funcdo matematica
denominada de funcdo de ativacdo cujo resultado é a saida do neurénio (GOLDBERG, 2017
SCHMIDHUBER, 2014).
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Figura 1- Modelo de neurdnio com quatro entradas e uma saida

Ohurpue .

Neuron

Inpur #1028 Gy

Fonte: GOLDBERG,2017.

Para formar uma rede neural, os neurdnios sdo organizados em camadas, como
mostrado na Figura 2, onde cada circulo representa um neurénio. Quando os neurdnios sao da
mesma camada, eles ndo interagem entre si, sendo a entrada de uma camada a saida da
anterior, com excecao da camada de entrada (input layer), onde os dados sdo fornecidos e a
camada de saida (output layer), onde sua saida é o resultado. As outras camadas sdao chamadas
de camadas ocultas (hidden layer).

Figura 2 - Exemplo de rede neural com 2 camadas ocultas

Output layer

Hidden layer

Hidden layer

Input layer

Fonte: GOLDBERG,2017.

Esse modelo de camada representado na Figura 2, onde todos os neurdnios de uma
camada estdo ligados com os neurdnios da camada anterior e da seguinte, é chamado de fully
connected (GOLDBERG, 2017; LIU et al, 2017). Durante o aprendizado da rede,
normalmente, é utilizado o backpropagation, técnica na qual apds a passagem de um lote de
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dados de treinamento, sdo feitas classificacGes e ajustamentos dos valores dos pesos, para
classificar a maior parte dos dados corretamente. Tais valores sdo encontrados através da
gradiente (ou alguma variacao dela), que é uma derivada da funcdo minima global, as vezes
caindo em minimos locais da fungdo (GOLDBERG, 2017).

Existem diversas arquiteturas de redes neurais. No presente trabalho serdo testadas
duas arquiteturas, que sdo utilizadas em problemas de classificacio com textos: as redes
neurais convolucionais e as redes neurais recorrentes (GOLDBERG,2017, LIU et al, 2017).

2.1.1 Redes Neurais convolucionais

As redes neurais convolucionais (CNN Convolutional Neural Network) sdo redes cujo
propdsito é diminuir o tamanho dos dados para encontrar um resultado satisfatério mais
rapido. Esse processo se da porque, antes das camadas intermedidrias existem as camadas de
convolucdo, onde sdo aplicados filtros que retiram caracteristicas, a camada de pooling onde
hd a diminuicdo. Depois da camada de convolucdo podem ficar muitos zeros, além de
evidenciar as caracteristicas, gerando um mapa. (Liu et al.2017; KIM,2014).

Inicialmente, as CNN foram propostas para serem usadas em redes neurais que
tinham como entrada as imagens, pois elas se caracterizam por serem grandes, ainda que cada
entrada seja um pixel. Desse modo, a reducdo das imagens de matrizes para vetores menores é
de suma importancia. Com a utilizacdo de vetores de palavras, as frases ficam agrupadas em
matrizes, sendo cada linha representada por uma palavra, o que pode ser observado na Figura
3, que traz o exemplo de uma CNN para texto.

Figura 3- Exemplo de uma CNN para texto.
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Fonte: KIM,2014.

2.1.2 Redes Neurais Recorrentes

As Redes Neurais Recorrentes (RNN Recurrent Neural Network), sdao arquiteturas de
rede que levam em consideracdo a ordem das entradas e possuem memoria, duas coisas das
quais as redes neurais tradicionais ndao dispdem. Para isso, as RNN possuem um modelo de
neuronio diferente, que é representado na figura 4. A primeira diferenca é que ele faz
interacOes recursivas entre os neurénios da mesma camada, se ha frases menores que outras
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entre varios 0, como a entrada dos neuronios e, também, ha uma unidade de memoria que
armazena o valor da entrada anterior (Otter, Medina, Kalita, 2019, Colah, 2018), Na Figura 4
temos as interagoes. O Xt representa a interagdo, mudando os indices, o Ht representa o valor
armazenado do estado anterior.

Figura 4 - Neurdnio de uma RNN, com as interagoes estendidas.
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Fonte:Colah,2015.
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No PNL, a ordem das palavras, frases e outros elementos faz bastante diferenca no significado
dos textos e também é 1util ter memoria dos textos anteriores. Porém, se a informacao
relevante estiver em frases anteriores, a unidade de memodria nao terd essa informacao, por
isso propde-se uma RNN com memoria longa, as Long Short Term Memory.

2.1.2.1 Long Short Term Memory

As RNNs resolvem alguns problemas das redes neurais tradicionais, porém outros
ainda permanecem, pois o estado armazenado pode ser uma informagdo muito anterior e a
RNN padrdo armazena a informacdo da ultima entrada. Além disso, por causa do
backpropagation, durante o aprendizado da rede neural, o erro das ultimas camadas pode
refletir nas primeiras. Este problema é chamado de vanishing gradiente. Para resolvé-lo, foi
proposta a LSTM (Long short term memory) (Hochreiter and Schmidhuber, 1997).

Figura 5 - Sequéncia de neur6nios LSTM
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Fonte:Colah,2015.
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Como podemos ver na Figura 5, ela possui um mecanismos para armazenar a
informacdo que considera mais importante, através de fungdes sigmdide e tangente (tanh), e
as operacOes pontuais (representadas através dos circulos cor de rosa), que vao decidir se
armazenam ou descartam aquela informacdo. Por conta dessas caracteristicas, foram
utilizadas LSTM nos testes feitos durante esse trabalho.

2.2 Processamento de Linguagem Natural

O Processamento de Linguagem Natural (PLN), segundo Yoav Goldberg (2017) é
definido como a area que desenvolve métodos e algoritmos que tem como entrada ou como
resultado a linguagem natural humana, englobando reconhecimento de fala, geracdo
automatica de textos, reconhecimento de entidade mencionada, traducao automatica de textos,
classificacdo de texto, entres outras aplicacdes. A linguagem humana é um fendmeno
complexo de ser processado, uma vez que ela pode variar, tanto sintaticamente, quanto
semanticamente por diversos fatores, seja pela época em que foi escrita, por condigdes
socioeconomicas e pelo ambiente (fisico ou virtual).

Um dos pontos mais importantes no PNL quando se precisa usar aprendizado de
maquina, € como representar as palavras em numeros, ja que os métodos tém 0s numeros
como entrada. Isso é feito através de vetores numéricos, pois as palavras ndo possuem valores
mensuraveis, para poderem ser representadas em apenas um numero. Uma solucdo sdo os
vetores one-hot, que consistem em vetores do tamanho do vocabulario (o conjunto de todas as
palavras unicas) no qual cada posicdo do vetor representa uma palavra e o valor dele é um,
caso apareca na frase e, caso contrario, seu valor é zero (Goldberg,2017).

Todavia, essa técnica apresenta problemas. Ndo se leva em consideracdo a semantica,
a sintaxe ou a morfologia das palavras. Outro problema é que, grande parte desse vetor é
composto de zeros, ou seja, um vetor esparso. Por exemplo, para um vocabulario de 20 com a
frase "CERVEJA GARRAFA 500ML”, teriamos o vetor representado conforme o esquema do
Quadro 1, no qual podemos observar que apenas 3 posi¢des sao preenchidas com o valor 1 e o
restante com o valor zero. Esse problema se intensifica com o aumento da quantidade de
palavras no vocabulario. Se ele possuisse 1 milhdo de palavras, teriamos trés posicoes com o
valor um e o restante com zero, tendo assim um vetor grande para ser processado e
armazenado, com a informacdo em apenas trés posicoes.

Quadro 1 - exemplo de vetor one-hot

CEVEJA | LATA CANA | GARRAFA [REFRIGERANTI S00ML 1L 375ML |CERVA | ARROZ | BALDE | LATAO | VINHO | VIDRO | 70OML | FEWAO

1 0 1] 1 0 1 0 0 0 0 0 0 0 0 0 a

Fonte: Elaborado pelo autor,2021

Existem diversas outras solucdes para o problema da representacdo de palavras em
vetores, tais como saco-de-palavras (bag-of-word), TF-IDF (term frequency—inverse
document frequency - frequéncia do termo-inverso da frequéncia nos documentos, em
traducdo livre). Porém, ainda permanecem os principais problemas, pelo fato do one-hot ser
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um vetor esparso, ndao levando em consideracdo nem a semantica e nem a sintaxe das
palavras.

2.2.1 Word Embeddings

Em 2013, foi proposto o word2vec (MIKOLOV et al., 2013), que consiste em
representar palavras dentro de um espaco vetorial de niimeros reais, onde na formacdo dos
vetores das palavras, sdo levadas em consideracdo tanto a semantica quanto a sintaxe das
palavras, modelos que transformam palavras em vetores densos de nimeros reais, para os
quais foram utilizados modelos de redes neurais. Depois da proposta do word2vec, vieram
outros denominados de word embedding (KHATTAK ¢ al. 2019).

Outros modelos surgiram recentemente, tais como o ELMO e o BERT, que sao
baseados em redes neurais profundas, com mais camadas e neur6nios. Contudo, elas demoram
mais tempo para serem treinadas e precisam de mais dados para convoluir. Esses problemas
sao mitigados utilizando redes ja treinadas e fine-tuning (PETERS et al. 2018, KHATTAK et
al. 2019), uma técnica que ajusta a rede com novos dados.

Esses modelos novos sao denominados de contextual embeddings, pois os modelos de
embeddings tradicionais levam em consideracao o contexto para a geracao dos vetores, porém
é gerado apenas um vetor por palavra, independente dos contextos que aparecerem. Ja os
contextual embeddings podem gerar mais de um vetor por palavra, dependendo do contexto.
Como neste trabalho o contexto é especifico, utilizando apenas os textos de NF-e, ndo ha
necessidade de aplicacdo desses diferentes vetores, além de que teriamos que possuir um
modelo previamente treinado, com um contexto parecido em portugués, para ajustar a rede
com o vocabulario usado.

2.2.1.1 Word2vec

Com o objetivo de representar as palavras em vetores densos de forma eficiente,
levando em consideragdo tanto a sintaxe quanto a semantica das palavras, além de poder fazer
operacOes algébricas basicas entre os vetores das palavras, em Mikolov et al.,(2013) foram
propostas  duas arquiteturas de redes neurais curtas para alcancar esses objetivos, a
Continuous Bag-of-Words(CBOW) e o Skip-gram.
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Figura 6 - Representacdo das arquiteturas do CBOW e Skip-gram

INPUT PROJECTION ouUTPUT INPUT FROJECTION  OUTPUT

wit-2)

wit-1)

wit+1) wit+1)

wit+2])
CBOW Skip-gram

Fonte: MIKOLOYV et al,2013

O CBOW tem como légica de funcionamento predizer o vetor de uma palavra baseado
nas palavras préximas a frase. Na Figura 6 acima, temos w(t) como a palavra pela qual serd
definido o vetor, tendo como entrada os vetores (w(t-1) w(t-2)) e duas posteriores (w(t+1)
w(t+2)). Assim, na camada de projecao temos o calculo do vetor na nova dimensionalidade e
também sdo armazenados todos os vetores resultantes. Quando é calculado um novo vetor
para a mesma palavra, se calcula a média entre a representacao anterior e a nova (JANG;
KIM; KIM, 2019; MIKOLOV et al.,2013).

O skip-gram é o inverso do CBOW. Ele tem como entrada a palavra e tenta prover o
contexto. Na figura 6 é possivel observar essa funcionalidade, sendo a entrada tinica e a saida
multipla. A predicdo do contexto estd implementada na camada de projecdo, onde ficam
armazenadas as palavras anteriores, para prever as proximas e também ajustar os valores das
palavras anteriores (JANG; KIM; KIM, 2019; MIKOLOV et al.,2013).

No skip-gram, como a saida é multipla, é utilizada uma funcdo de ativacdo
denominada de softmax. Nela se calcula a probabilidade de cada saida possivel. Porém, isso é
bastante custoso em relacdo ao tempo. Para melhorar o problema, Mikolov et al.2013 [2]
propds um modelo alternativo que mede as probabilidades e que tem uma arvore binaria, o
hierarchical softmax, diminuindo o custo de tempo do calculo da probabilidade para log2
(W), sendo W a quantidade de palavras do vocabulario, na implementagdo anterior W.

2.2.1.2 FastText
O FastText ¢ um modelo inspirado no word2vec. Ele é baseado na limitacao do
word2vec de representar palavras fora do vocabuldrio, usadas para treinar o modelo. Logo, o
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FastText consegue fazer isso, pois na construcao dos vetores, para a composi¢cao morfologica
das palavras (Bojanowski at el. 2016, Khattak at el. 2019), na representacao vetorial, além
das palavras proximas, é utilizada a composicdo de caracteres que permitem representar
palavras fora do vocabulario, usando aproximagdes morfologicas, o que para nds é muito til,
pois os produtos, muitas vezes, vem com abreviacdes ou com erros de escrita.

3 ABORDAGEM PARA CLASSIFICACAO DE PRODUTOS

Destarte, serdo descritos os processos para a criacdo do classificador dos produtos,
com base na descricao textual, tendo como etapas a construcao da base de dados, o
pré-processamento dos dados, a vetorizacdo das palavras, o balanceamento dos dados, o
treinamento das redes neurais e a validacdo, etapas representadas na figura 7 e que nas secées
subsequentes serao detalhadas.

Figura 7: Fluxograma das etapas para criagdo do classificador

Construcao da base de Preprocessamento de ‘ ‘ Vetorizacédo das

dados dados palavras
k.
Validagdo Treinamento das ‘ ‘ Balanciamento dos
Redes Neurais J dados

Fonte: Elaborado pelo autor,2021

3.1 Construcao da base de dados

Ao longo da pesquisa, foram coletados 6,5 milhdes de itens de notas fiscais,
adquiridas em um parceria com a SEFAZ-PB. Algumas delas foram capturadas de acordo
com o NCM nas categorias selecionadas, bem como notas de produtos aleatdrios para compor
a categoria outros.

Apés a aquisicao de dados, os produtos requereram uma classificacdo, pois como
descrito na se¢do 2.2, a técnica usada para a classificacdo é um algoritmo supervisionado e
necessita de uma base de dados previamente classificados. Classificamos, primeiramente, os
dados NCMs e depois uma classificacdio em busca de algumas palavras chaves, que
indicassem que o produto nao faria parte daquela categoria.

A principal categoria que precisou dessa reclassificacao foi a aguardente de cana, pois
nos NCMs usados havia outros produtos como rum, whiskey e drinques com aguardente de
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cana. Entdo, foram reclassificados na categoria de bebidas quentes os produtos que tinham
subpalavras, tais como ‘whisk’, ‘montil’, ’limao’, entre outras.

Outro produto que teve que ser reclassificado foi a skol beats, que comumente possuia
0o NCM de cerveja, mas, em reunioes com auditores da SEFAZ-PB, foi definido que esse
produto se enquadra na categoria de bebidas quentes. Entdo, os produtos que possuiam as
‘sense’ ou ‘beat’ foram reclassificados como bebidas quentes.

3.2 Pré Processamento

Neste trabalho, como utilizamos o texto, alguns pré-processamentos sao necessarios
para que, quando vetorizarmos as palavras, ndo haja vetores diferentes para palavras iguais.
Quando se trabalha com dados, mesmo que ndo sejam textuais, é preciso prepara-los para
serem analisados ou utilizar algum algoritmo de aprendizado de maquina.

No presente trabalho, os primeiros processos foram deixar todas as letras em
maitsculo, retirar os acentos, a pontuacao e os caracteres especiais(‘@’,’-’,’/’), para que
quando ocorresse a vetorizacdo das palavras (secdo 3.3), ndo houvessem palavras iguais, mas
que, sem esses processos, teriam vetores diferentes, como por exemplo, duas palavras com a
grafia igual, mas uma escrita com letras maidsculas e outra com letras minusculas. Os
algoritmos de vetorizacdo as entenderiam como palavras diferentes, o que ocorre para todos
0s outros processos descritos anteriormente.

Foram retirados nimeros e stop words, palavras irrelevantes para as analises e
aprendizagem de maquinas, tais como artigos, preposicoes, o verbo ser, entre outros. Foram
utilizados os stop words da biblioteca NLTK?, além de ‘C/’, que é uma abreviacdo para com,
pois eles poderiam atrapalhar na classificacdo, por estarem presentes em muitas das
descri¢Oes dos produtos e criaram vetores sem muita utilidade.

Foi feito, também, o agrupamento de bigrams, a juncao de duas palavras, para tentar
juntar, principalmente, nomes de marcas, como por exemplo ‘COCA_COLA’,
‘SANTA_CLARA’, entre outros. Para isso, foi utilizada a implementacdo da biblioteca
Gensim®,

3.3 Vetorizacao das palavras

Os word embeddings sao formas de vetorizacdao das palavras, como descrito na secao
2.2.1 e, neste trabalho, foram utilizados os modelos word2vec e FastText, ambos com
skip-gram. Eles foram treinados através da biblioteca gensim, sendo 100 o tamanho dos
vetores resultantes. Para iniciar a andlise dos vetores usados, temos na figura 8 os resultados
da funcdo ‘most_similar’. Nela é passada uma palavra para que se veja quais sdo as 10
palavras mais semelhantes, através da similaridade de cosseno, uma férmula bastante utilizada
para medir distancias entre vetores.

2 http://www.nltk.org/howto/portuguese_en.html
% https://radimrehurek.com/gensim/models/phrases.htm|
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Figura 8 - Resultado das palavras mais similares com aguardente, com word2vec e fasttext
FastText

;| ft_model.wv.most _similar(positive=['AGUARDENTE'])

[('AGUARDENT', ©.9260425567626953),

("AGUARD', 0.B8746765851974487),

('CACHACA', 0.874P909695625305),
("AGUARDENTE_CANA', 0.8644422292709351),
("AGUARD CANA', ©.B222188949584961),
('AGUAR', ©.814863920211792),
("ATC_AGUARDENTE', ©.8032625913619995),
('CACHAA', 0.8016127347946167),

(" AGUARDENTE_CARANGUEJO', ©.79760658740899731)
("CACHA', ©.7953250408172607)]

Word2vec

: wv_model.wv.most_similar(positive=['AGUARDENTE'])

[('AGUARD', ©.8308549523353577),
'CACHACA', ©.8062496185302734),
'CANINHA', ©.7884168028831482),
'AGUARDENTE_CANA', 0.7761486768722534),
'AGUARD_CANA', ©.7220481634140015),
'CACHAA', 0©.6838929653167725),
'AGUARDCANA', 0.6742075681686401) ,
'"AGUAR", B.B66032874584198),

'CACHA", B.B6587317585945129},

'CACH', ©.6178301572799683)]

e e e e

Fonte: Elaborado pelo autor, 2021

No caso mostrado na figura 8, temos as palavras similares a ‘aguardente’. Nos
resultados de fastText, os bigrams, palavras unidas por um subtrago (‘_"), e abreviacdes, sdo a
maioria, o que era esperado, pois eles tém como base reunir as subpalavras. As outras sao
sindnimos de aguardente de cana, com grafias diferentes e abreviacoes. Ja no word2vec, as
abreviacoes e bigrams sdao menos presentes, mas ele possui mais variacoes da palavra
cachaca, que é um sinonimo de aguardente de cana.

3.4 Balanceamento dos dados

A quantidade de itens de cada categoria dos produtos ficaram desiguais, o que pode
ser visto no Grafico 1, o que ocorre por um motivo bem simples: a existéncia de mais
produtos na categoria “outros” do que na da cerveja, por exemplo. Quando se trabalha com
aprendizagem de maquina, isso pode ser um problema, pois se o algoritmo sempre, ou quase
sempre, classificar o produto na classe com maior quantidade, vai ter uma taxa de acertos
consideravel. Isso também dificulta o algoritmo a aprender e existem alguns algoritmos
proprios para dados desbalanceados, mas nenhum se enquadra no contexto desse trabalho.
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Griafico 1 - Quantidade de itens em cada categorias

3000000 4

2500000 A

2000000 A

1500000 -

1000000 4

500000 A

bebidas quentes cachaca erveja outros

Fonte: Elaborado pelo autor,2021

Na coleta dos dados, foram feitas algumas extracoes da base dos NCMs das
categorias, mas, mesmo assim, o problema de desbalanceamento persistia, entdo foram usadas
técnicas de reamostragem. Foi feita uma diminuicao dos dados classificados como ‘outros’,
deixando apenas as descri¢des unicas, restando 435638 descri¢des. Mesmo com essa reducao,
foi preciso um aumento dos dados das outras categorias, para ficarem com a mesma
quantidade de produtos da categoria outros, aumento que foi feito de uma maneira
semi-aleatéria, usando as descri¢des unicas de cada categoria havendo, assim, um aumento
mais uniforme com as descri¢des, deixando o tamanho de itens nas categorias iguais, como
podemos ver no Gréfico 2.

Grafico 2 - Quantidade de itens em cada categorias, depois do balanceamento

400000 4

300000 4

200000

100000

bebidas quentes cachaca cerveja outros

Fonte: Elaborado pelo autor,2021
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3.5 Treinamento rede neural

Foram testadas uma CNN e uma rede neural com LSTM. Cada rede foi treinada tanto
com 0 word2vec quanto com o fastText para além de avaliar os modelos das redes, avaliar,
também, os modelos de word embeddings.

Para o treinamento delas, foram usadas as bibliotecas do tensorFlow* e o keras’. Além
de toda a implementacao das estruturas descritas na secdo 2.2 e suas subsecoes, elas também
possuem uma camada prépria para a entrada de vetores de word embeddings, camada de
entrada para as duas arquiteturas utilizadas, que consiste em uma matriz de vinte e duas
linhas, tamanho de palavras nos produtos, por 100, tamanho dos vetores gerados nos word
embeddings.

A camada de saida também é a mesma, tendo ela 4 neurdnios que utilizam a funcao de
ativacdo softmax, que calcula a probabilidade de cada resultado possivel. Assim, cada
neuronio nessa camada representa uma categoria e a funcdo da a probabilidade de ser cada
uma delas, classificando-a, depois, como a categoria que tem a maior probabilidade.

A CNN possui filtros e pooling de 5, ou seja, ela vai reduzir em 5 vezes a matriz da
camada de entrada. Possui, também, 3 camadas ocultas fully connected, a primeira e terceira
com 128 neurdnios e a segunda com 64 neurdnios. A arquitetura e os parametros utilizados
nela foram inspirados no artigo (kim,2014), além de alguns outros estudos, havendo testes
menores utilizando menos camadas ocultas e com menos neurdnios, até chegar a esses
valores.

A rede neural que utilizou LSTM possui bem menos elementos, tendo apenas uma
camada oculta que é uma LSTM com 128 neurdnios. Porém, mesmo parecendo simples, por
conta do neurdnio proprio desse tipo de rede descrito na se¢ao 2.2.2.1, elas demoram bastante
tempo para serem treinadas, podendo haver testes futuros com mais neuronios.

3.6 Validacao

O conjunto de dados utilizados foi dividido em 80% para treino e 20% para teste,
sendo essa porcentagem separada em 2 partes iguais, cada uma com 10% do conjunto total.
Denominadas de validacdo, elas sdo passadas junto com o modelo no treinamento, sendo
possivel analisar se 0 modelo estd com sobreajuste, 0 que ocorre quando o modelo esta se
tornando muito especifico para a base de treino e esta errando em muito casos gerais.

Para avaliar os modelos, foram usadas algumas métricas. Para entendé-las, o primeiro
conceito € a matriz de confusdo, representada na Figura 9, sendo o caso para um problema
binario e, na Figura 10, para 3 categorias. Nela se observa a diagonal principal em verde,
cujas classificacdes estdo corretas e as pintadas de vermelho, com as classificacoes erradas.

4 https://www.tensorflow.org/
® https://www.tensorflow.org/guide/keras
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Figura 9: Matriz de confusdo para duas classes

True/Actual Class

Positive (P)  Megative {N)
True Positive | False Positive

=

£ g™ M| ap) (FP)

- 0 = =
a o False Negative | Trug Negative
b False (F) (FN) (TN)

P=TP+FM N=FP+TN

Fonte: THARWAT, 2018.
Figura 10: Matriz de confusao para trés classes
True Class
A B C
TP | Ea | Eea
EF.H TFH Elﬂ

Enc | Eoc | TPe

Class

Predicted
) o

Fonte: THARWAT, 2018

A acuracia € uma meétrica bastante usada. Nela é avaliada a quantidade de acertos pela
quantidade total, ou seja, a soma dos positivos divididos pela quantidade total (THARWAT,
2018). A formula abaixo serve para o caso de classificacdo binaria:

TP+ TN
TP+TN+FP+ FN

Aeec =
Férmula 1

Precisdo e revogacao (recall) foram métricas utilizadas para avaliar cada categoria
separadamente, transformando o problema de multiplas categorias em um de categorias
binarias. Por exemplo, na categoria de cerveja sdo avaliados os produtos classificados ou que
sdo cervejas, independente das outras categorias. Na métrica de precisdo, sdo avaliados os
acertos entre positivos e na revogacdo sao avaliados os positivos, com os falsos negativos.
Entdo, com as duas métricas nas categorias, podemos avaliar onde estdo os erros, se ha
classificagcOes erradas para outra categoria ou se foram classificadas muitas coisas para aquela

categoria.

TP
PPV = ———
FP+TP

Formula 2
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TP TFP

Recall = ——— = 2~
T TPYFEN P

Foérmula 3

4 RESULTADOS

Como descrito na secao 3, foram feitos 4 testes, sendo os 2 modelos de redes neurais,
cada um com um word embeddings. A primeira anéalise feita foi em relacdo a acuracia. Na
base de teste e validacdo, cujos resultados estao apresentados na Tabela 1, podemos observar
que as redes LSTM’s tem uma acuracia bem maior que as CNN’s em todos os casos e o
word2vec performou melhor que o fastText com uma diferenca de cerca de 0,2%.

Tabela 1: Resultados das acuracias no conjunto de teste e validacao

CNN CNN LSTM LSTM

Word2vec fastText Word2vec Fasttext
Acuricia teste 73,70% 73,50% 97,68% 97,47%
Acuracia 73,99% 73,79% 97,66% 97,46%
validacao

Fonte: Elaborado pelo autor,2021

Na Tabela 2 vamos as precisdes e as revogacoes (secdo 3.6) para cada categoria da
base de teste. Nas redes com a LSTM'’s, podemos observar onde estd a diferenca entre o
word2vec e o fastText, na precisdo das categorias de ‘cerveja’ e ‘outros’. Assim, podemos
concluir que a diferenca entre a acuracia do word2vec e do fastText esta na classificacdo
dessas duas categorias. Contudo, é possivel observar que, mesmo com a precisdao da cerveja
no fasttext sendo a menor, a revogacao é a mais alta, isso mostra que estd havendo pouco
falso positivo, o que também € observado no word2vec, mas com uma diferenca menor.

Tabela 2: Precisdo e Revocagdo para cada classe

Precisao Revocacao Precisao Revocacao

Word2vec word2vec fasttext fasttext
Bebidas quentes | 97% 96% 97% 95%
Aguardente de | 98% 98% 98% 98%

Cana

Cerveja 96% 98% 95% 99%
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Outros 100% 98% 99% 98%

Fonte: Elaborado pelo autor,2021

Um ponto importante é que o conjunto de dados, possivelmente, tem classificacdes
equivocadas, ja que, como descrito na secao 3.1, as classificacdes foram feitas com base no
NCM, com pequenos ajustes. No entanto, erros de preenchimento dos NCM ainda refletem no
treinamento e na avaliacdo dos modelos. Este problema foi observado, principalmente,
quando analisamos as descricdes e classificacdes de dados de testes. Como o conjunto de
dados é muito grande, dificulta um processo de classificacdo manual em todos os produtos,
mas podemos analisar formas para buscar palavras e sub-palavras chaves desses produtos com
NCMs errados, para diminuir esse problema sem ter que olhar cada descri¢do. Todavia, ainda
ha muita necessidade do trabalho manual.

5 CONCLUSAO

Apesar de inicialmente acreditarmos que o fastText poderia gerar melhores resultados,
apesar de inicialmente acreditarmos que o fastText poderia gerar melhores resultados por
conta de abreviacdes e erros de escrita, 0 word2vec apresentou resultados melhores. O melhor
resultado foi encontrado com word2vec e LSTM, alcangando uma acuracia no conjunto de
validacdo de 97,47%, conseguindo criar um classificador com base na descricdo das notas
fiscais. Esse classificador ja esta sendo testado pelo auditores fiscais e sendo integrado com o
sistema de cobrancgas automatica para ser analisado como performara no ambiente real.

Para trabalhos futuros, pretendemos analisar melhor e testar outros parametros de
todos os modelos, desde os bigrams e os word embeddings, até as redes neurais (como
otimizadores e quantidades de neurdnios). Pretendemos, ainda, testar outras arquiteturas de
redes neurais ou até combinagoes como uma LSTM como camada oculta de uma CNN, bem
como testar outras formas de balanceamento de dados, buscando uma diversidade maior nas
descricoes e evitando um possivel sobreajuste do modelo.

Outro problema que pretendemos tentar resolver é a extensao da categoria “outros”,
cujo universo é muito grande. Ha diversos produtos que ndo estdo presentes no conjunto de
dados, portanto um objetivo futuro é aumentar a quantidade de categorias a serem
classificadas.
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